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Résumé

Dans ce mémoire, nous nous intéressons à l’introduction des nou-
veaux modèles probabilistes en se basant sur l stratégie de mélange
de lois de probabilités. En premier lieu, nous donnons quelques rap-
pels et notions de base en probabilités. Ensuite, nous présentons la
définition formelle d’un modèle général de mélange fini et propo-
sons deux méthodes d’estimation pour des paramètres : la méthode
du maximum de vraisemblance et celle d’expectation-maximisation.
Afin de se familiariser avec les modèles de mélange, nous montrons
un exemple fréquemment utilisé. Celui est le mélange de lois gaus-
siennes. La variété des modèles existants dans la littérature rend
le choix entre eux difficile. Pour cette raison, nous présentons deux
critères classiques qui permet de déterminer le meilleur modèle : le
critère AIC et le critère BIC. Dans le dernier chapitre de ce mémoire,
nous focalisons sur le mélange fini qui repose sur la distribution
gamma et Lindley généralisée que ce soit unidimensionnel ou bidi-
mensionnel. Dans ce contexte, nous étudions diverses propriétés de
ces distribution telles que la représentation graphique, estimation
des paramètres, etc.



Abstract

In this thesis, we focus on the introduction of new probabilistic mo-
dels based on the strategy of mixing probability laws. First, we give
a few reminders and basic notions of probability. Then, we present
the formal definition of a general finite mixture model and propose
two estimation methods for parameters : the maximum likelihood
method and the expectation-maximization method. To familiarize
ourselves with mixture models, we show a frequently used example.
This is a mixture of Gaussian distributions. The variety of existing
models in the literature makes it difficult to choose between them.
For this reason, we present two classical criteria for determining
the best model : the AIC criterion and the BIC criterion. In the fi-
nal chapter of this dissertation, we focus on finite mixing based on
the generalized gamma-Lindley distribution, whether one- or two-
dimensional. In this context, we study various properties of these
distributions, such as graphical representation, parameter estima-
tion, and so on.



                                 ملخص      

. في هذا البحث العلمي، نركزعلى إدخال النماذج الاحتمالية الجديدة القائمة على  

والمفاهيم الأساسية  استراتيجية خلط قوانين لاحتمالات. أولاً، نقدم بعض التذكيرات

والمفاهيم الأساسية للاحتمالات. بعد ذلك، نقدم التعريف الرسمي لنموذج الخليط المحدود 

العام ونقترح طريقتين لتقدير البارامترات: أقصى احتمال طريقة الحد الأقصى للاحتمالية 

 القصوى وطريقة تعظيم التوقع. وللتعرف على نماذج المخلوط، نعرض مثالًا متكرر

الاستخدام. مثال متكرر الاستخدام. هذا هو خليط القوانين الغاوسية. التوزيعات الغاوسية. إن 

تنوع النماذج الموجودة في الأدبيات يجعل من الصعب الاختيار بينهم. لهذا السبب، نقدم 

اثنين من أفضل النماذج: معيار ائيسي ومعيار بئيسي. في الفصل الأخير من هذه الأطروحة 

لى الخليط المحدود، والذي يعتمد على توزيع توزيع ليندلي، سواء كان أحادي البعد نركز ع

أو ثنائي الأبعاد. المنطقي. في هذا السياق، ندرس الخصائص المختلفة  مثل التمثيل البياني، 

 .والاعدادات  إلخ
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Introduction générale

L’incertitude désigne l’absence de certitude ou de précision concer-
nant la survenue ou l’issue d’un évènement ou d’une situation. Au-
trement dit, c’est la possibilité qu’un événement ou situation se pro-
duise ou non. Elle peut être due à divers facteurs : le manque d’infor-
mation, la complexité du système étudié, etc. En toute rigueur, l’in-
certitude peut être mesurée à l’aide d’une variable aléatoire ou un
vecteur de variables aléatoires. Cependant, une variable aléatoire
X est une application d’un espace probabilisé Ω (essentiellement
défini comme un ensemble d’évènements possibles et muni d’une
mesure P appelée probabilité), vers l’ensemble des réels R. Ceci per-
met d’assigner un réel x au résultat ω ∈Ω d’un phénomène ou d’une
expérience aléatoire. On écrit alors X (ω)= x.

La notion d’incertitude liée aux variables aléatoires, est fonda-
mentale dans de nombreux domaines, notamment la finance et la
biologie. En finance, l’incertitude est abordée à travers des modèles
probabilistes pour évaluer les risques et les rendements d’investis-
sement. En effet, la théorie des options repose sur la modélisation
de prix d’actifs financiers comme des variables aléatoires. La géné-
tique des populations et l’écologie font appel à des modèles probabi-
listes pour étudier la variabilité génétique et les interactions entre
espèces. Ces domaines utilisent des outils mathématiques telles que
les distributions de probabilité et les statistiques pour quantifier et
gérer l’incertitude associée aux phénomènes étudiés.
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Comme les données résultantes de différents phénomènes sont
souvent positives, alors les distributions à support positif sont im-
portantes car elles permettent de représenter des variables qui ne
peuvent pas prendre des valeurs négatives. Par exemple : le prix
d’une action le nombre de clients,le taux de rendement d’investisse-
ment, etc. Elle sont aussi importantes dans la biologie pour modéli-
ser la distribution des espèces. Par exemple : la concentration d’une
substance dans un échantillon, le nombre de cellules dans un or-
gane, le taux de croissance d’un organisme. La modélisation à l’aide
des distributions à support positif devient très intéressante et ceci
grâce à ses caractéristiques qui sont les suivantes :

1. La fonction de répartition est croissante. Cela signifie que la
probabilité d’obtenir une valeur plus grande est plus élevée que
la probabilité d’obtenir une valeur plus petite.

2. La fonction de densité est positive. Cela signifie que la probabi-
lité d’obtenir une valeur donnée est non nulle.

3. L’espérance est finie. Cela signifie que la valeur moyenne de la
variable est non nulle.

Un exemple classique de distribution à support positif est la distri-
bution gamma représentée par sa densité :

f (x,α,β)= 1
Γ(α)βα

xα−1 exp
−x
β , x > 0 (1)

Cette distribution est définie uniquement pour les valeurs positives.
Elle est souvent utilisée dans l’analyse de survie, la fiabilité et les
processus de file d’attente et d’autres domaines et cela en raison de
ses propriétés flexibles et sa capacité à modéliser de nombreux types
de données.
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Ce mémoire est consacré à l’étude de la loi mélange, notamment
la loi mélange de gamma et de Lindley généralisée. Il est composé
de trois chapitres :

Dans le premier chapitre de ce mémoire, nous allons présenter
les concepts théoriques nécessaires pour la définition de l’espace de
probabilité. De plus, nous allons définir quelques notions de base re-
latives aux variables aléatoires et loi de probabilités.

Dans le deuxième chapitre nous donnons la présentation générale
de modèle de mélange fini et nous élaborons deux méthodes d’esti-
mation de paramètres pour la loi mélange. La première méthode
est la méthode de maximum de vraisemblance et la deuxième est
la méthode d’expectation-maximisation. De plus, nous exposons un
exemple de loi mélange fréquemment utilisée qui est la loi mélange
gaussien.

Dans le troisième chapitre, nous s’intéressons au mélange fini
basé sur la distribution gamma et Lindley généralisée que ce soit
unidimensionnel ou bidimensionnel. Après avoir présenter les pro-
priétés de base de la distribution de Lindley généralisée, nous allons
chercher les estimateurs de chaque extension de loi et entamer une
application réelle qui montre la flexibilité de cette loi mélange.
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1
Généralités

Dans ce premier chapitre, nous allons établi certaines notions
dont nous aurons besoin tout au long de ce mémoire (voir [1] et [3]).

1.1 ) Tribu et Mesure

Les tribus et les mesures sont des outils mathématiques puis-
sants qui permettent de quantifier la taille ou la probabilité d’en-
sembles. Elles ont de nombreuses applications dans divers domaines :
mathématiques, scientifiques et de l’ingénierie.

1.1.1 Tribu : Définition et Propriétés

Dans cette partie, on note E un ensemble quelconque et on intro-
duit la notion de tribu, qui est une classe d’ensembles de parties de
E, c’est-à-dire une classe de sous ensembles de P (E).

Définition 1 Soit E un ensemble, A une famille de parties de E. La
famille A est dite une tribu (on dit aussi une σ-algébre sur E si A

vérifie :

1. ;∈A et E ∈A .

2. A est stable par union dénombrable, c’est-à-dire que pour toute
famille dénombrable (An)n∈N ⊂A , on a ∪n∈NAn ∈A .

3. A est stable par passage au complémentaire, c’est-à-dire que
pour tout A ∈A , on a Ac ∈A .

9



Exemples de tribus
• L’ensemble de parties P (A) est une tribu. C’est la tribu qui contient
toutes les autres tribus sur A.
• A = {;, A} est une tribu sur A, elle s’appelle la tribu grossière.

Définition 2 On appelle espace topologique un couple (E,T ) où E
est un ensemble et T une famille de parties de E vérifiant :

1. ;∈T et E ∈T .
2. Une intersection finie d’éléments de T appartient à T .
3. Une reunion quelconque d’éléments de T appartient à T .

Définition 3 (Tribu borrélienne) Soit E un espace topologique et O
la famille des ouverts de E. La tribu borelienn est également appelée
tribu de Borel et on la note B(E) la tribu engendrée par la famille O.
En d’autres termes : B(E) = σ(O).

Propriétés 1 La tribu de Borel vérifie les propriétés suivantes :
• Elle contient tous les intervalles ouverts, fermés, demi-ouverts/fermés
et infinis.
• Elle contient les union dénombrables de fermées.
• Elle contient les inersections dénomrable d’ouverts.

1.1.2 Mesure et mesure de lebesgue sur l’ensemble des borréliennes

La mesure d’une partie nous donne une idée sur sa taille. En effet,
une mesure naturelle d’un intervalle représente sa longueur, d’un
disque représente l’aire et d’une boule donne son volume.

Définition 4 Une mesure sur A est une application µ : A → [0,+∞[
vérifiant les propriétés suivantes :

1. µ(;)= 0.
2. µ est σ-additive, c’est-‘a-dire que pour toute famille (A i)I∈I ⊂ A

de parties disjointes deux à deux, on a :

µ(∪i∈I A i)=
∑
i∈I
µ(A i).

10



Remarque 1 Si µ(E) < ∞ alors, µ est une mesure finie. De plus le
triplet (E,A ,µ) est appelé un espace mesuré.

Définition 5 La mesure de Lebesgue est une mesure définie sur la
tribu borélienne de la droite réelle R. On la note généralement λ telle
que :

λ([a,b])= b−a , ∀a,b ∈R, avec a < b.

Mesure de lebesgue sur Rn :
On considère a présent l’espace mesurable (Rn,B(Rn)) c’est a dire
l’espace Rn muni de sa tribu borélienne. On va voir qu’on peut définir
la mesure de Lebesgue sur cet espace.

Théorème 1 Il existe une unique mesure sur l’espace (Rn,B(Rn)) ,
qu’on notera λn telle que :

1. ∀a ∈Rn et ∀A ∈ B(Rn) on a : λn(a+ A)=λn(A).

2. λn([a,b]n)= (b−a)n, ∀a et b ∈R.

Cette mesure est appelée mesure de lebesgue sur (Rn,B(Rn)).

Exemple 1 Prenons le cas de R2. La mesure de lebesgue λ2 sur cet
espace coincide sur les rectangles de la forme [a,b]×[c,d] avec la no-
tion d’aire de ceux-ci. En effet, on prouve qu’on a λ2([a,b]× [c,d]) =
(b−a)(d− c). Plus généralement, la mesure de lebesgue λ2 d’un sous-
ensemble borélien de R2 correspond à notre définition inuitive de
l’aire où la mesure de lebesgue d’un disque de rayon a est égale à
π.a2.

Définition 6 On appelle une probabilité sur l’espace (E,A ) toute ap-
plication P qui associe à chaque évènement de A un réel de l’inter-
valle [0,1]. La probabilité P : A → [0,1] satisfaisant :

1. 0 ≤ P(A) ≤ 1,∀A ∈ A avec P(A) est la probabilité que A se pro-
duise.
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2. P(E)= 1.

3. P(∪i∈I A i)=
∑

i∈I P(A i),∀(A i)i∈I ∈A .

Le triplet (E,A ,P) s’appelle un espace probabilisé.

1.2 ) Loi de probabilité continue

Les lois de probabilité continues sont un outil puissant pour mo-
déliser des phénomènes aléatoires qui prennent des valeurs dans
un intervalle continu. Elles ont de nombreuses applications dans di-
vers domaines et sont essentielles pour comprendre le monde qui
nous entoure.

1.2.1 Variable aléatoire continue

Une variable aléatoire est dite continue si elle peut prendre toutes
les valeurs dans un intervalle donné. Cet intervalle peut être borné
(avoir un début et une fin) ou non borné (s’étendre vers l’infini positif
ou négatif). Par exemple, la masse corporelle des individus pour une
espèce animale donnée et le taux de glucose dans le sang.

Définition 7 La fonction de répartition FX , d’une variable aléatoire
X continue (au sens probabiliste) est continue (au sens analytique) et
dérivable par morceaux. Elle est définie par :

FX (x)=
∫ x

−∞
fX (t)dt.

Sa dérivée fX est appelée densité de probabilité de X :

fX (x)= F ′
X (x).

Propriétés 2
• ∀x ∈R , f (x)≥ 0.
• ∫ +∞

−∞ f (x)dx = 1
• ∫ a

−∞ f (x)dx =P(X ≤ a)= F(a).

12



Définition 8 La fonction de densité jointe d’un couple (X,Y) de va-
riable aléatoires notée fX .Y vérifie les conditions suivantes :
• ∀x, y ∈R , fX ,Y (x, y)≥ 0.
• ∀x, y ∈R ,

∫
R

∫
R fX ,Y (x, y)dxdy= 1.

1.2.2 Fonction des moments

Si X est une variable aléatoire, on appelle moment d’ordre n , s’il
existe, le réel E(X n). Par exemple, l’espérance d’une variable aléa-
toire est son moment d’ordre 1.

Définition 9 Si X est une variable aléatoire admettant une densité
fX son moment d’ordre n se définie par la formule :

E(X n)=
∫
R

xn fX (x)dx.

En particuler, on trouve les deux définition suivantes :

Définition 10 Si X est une variable aléatoire absolument continue
de densité fX , l’espérance de X notée E[X ] est définie par :

E(X )=
∫
R

xfX (x)dx.

Définition 11 Si X est une variable aléatoire absolument continue,
la variance de X notée V ar(X ) ou σ2 est l’espérance des carrés des
écarts par rapport à l’espérance est définie par :

V ar(X )= E(X −E(X ))2

= E(X 2)−E2(X ).

Définition 12 Considérons une paire de variable aléatoire X et Y .
Les moments joints des variables X et Y sont donnés par :

E{X iY k}=
∫ +∞

−∞

∫ +∞

−∞
xi yk fX ,Y (x, y)dxdy

où i et k sont deux entiers positifs. Le moment le plus important cor-
respond à i = k = 1.
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1.2.3 Exemple d’une loi continue fréquemment utilisée

Il existe de nombreuses lois de probabilité, chacune avec ses propres
caractéristiques et applications. Parmi les plus courantes, on a la loi
normale. Une loi normale permet d’approcher d’autres lois et ainsi
de modéliser de nombreuses études scientifiques.

Définition 13 On dit qu’une variable aléatoire X suit la loi normale
où la loi gaussienne de paramètres m ∈R et σ2, avec σ> 0, ce que l’on
note X ,→N (m,σ2) si elle est continue et admet pour densité :

fX (x)= 1

σ
p

2π
exp

(
−(x−m)2

2σ2

)
.

Remarque 2 Si X suit une loi N (m,σ2), alors X admet une espé-
rance m = E(X ) et une variance σ2 = V ar(X ). De plus la variable
Z = (X −m)/σ suit une loi normale dite centrée réduite N (0,1). La
courbe de la densité de loi normale centrée réduite est représentée
par la figure (1.1) :

FIGURE 1.1 – Densité de la loi normale centrée réduite.

1.3 ) Independance et conditionnement

Nous présentons maintenant deux concepts essentiels de la théo-
rie des probabilités. Le premièr est le conditionnement qui permet
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d’inclure une information supplémentaire dans le calcul d’une pro-
babilité. Le second est l’indépendance qui explique que deux événe-
ments n’ont pas d’influence mutuelle, et donc que l’on peut évaluer
la probabilité du premier sans tenir compte de l’existence ou non du
second.

Définition 14 Soit un espace probabilisé (Ω,A ,P) et deux événements
A et B appartenant à A . On dit que deux évènements A et B sont in-
dépendants, et on note A⊥B, si :

P(A∩B)= P(A)P(B).

Définition 15 On appelle probabilité conditionnelle de A sachant
B, la probabilité que l’événement A se réalise sachant que l’événe-
ment B est réalisé. On la note : PB(A) ou P(A \ B) et elle est définie
par :

P(A \ B)= P(A∩B)
P(B)

, P(B) ̸= 0.

Définition 16 On considère deux variable aléatoires X et Y , pre-
nant respectivement les valeurs x1, x2, ......., xn et y1, y2, ....., yp.
Dire que le couple (X ,Y ) est un couple de variables aléatoires indé-
pendantes signifie que, pour tout entier i compris entre 1 et n et tout
entier j compris entre 1 et p, les événements (X = xi) et (Y = yj) sont
indépendants.
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2
Mélange fini de lois de probabilités

Le mélange de lois de probabilités est une méthode efficace pour
créer de nouvelles lois qui sont plus souples et adaptées à une va-
riété de données. En particulier, le mélange de lois est un outil sta-
tistique puissant souvent utilisé pour modéliser des situations où
les données proviennent de plusieurs populations distinctes, appe-
lées composantes.

2.1 ) Présentation générale de modèle de mélange fini

Le mélange fini de loi joue un rôle essentiel dans la mise en place
de nouvelles lois de probabilités, et ce pour diverses raisons. Dans
cette section, nous donnons la définition formelle du mélnge fini de
lois de probabilités (voir [4]).

Définition 17 Soit X = (X1, ....., Xn) un vecteur de n variables aléa-
toires et fX1, fX2, ..., fXn des fonctios de densité de probabilité associées
à ses variables aléatoires. Un mélange fini de ces lois est une loi de
probabilité fX définie par :

fX (x)=
n∑

k=1
πk fXk(x). (2.1)

où les fXk sont appelées les composantes du mélange et les πk appe-
lées proportions du mélange, avec 0Éπk É 1 et

∑n
1 πk = 1.

Propriété 1 Le support de la loi de mélange est l’union des supports
des lois de ses composantes.
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2.2 ) Estimation de paramètres de la loi mélange

Cette section vise à présenter deux méthodes classiques utilisées
dans l’estimation des paramètres du modèle mélange (voir [5]).

2.2.1 Estimation par la méthode du maximum de vraisemblance

Le principe d’estimation par maximum de vraisemblance consiste
à affirmer que plus la probabilité d’obtenir les observations est éle-
vée, plus le modèle est proche de la réalité. Donc, nous retenons le
modèle pour lequel la probabilité de notre échantillon est la plus
élevée :

θ̂MV = arg max l(x1, x2, ......, xn;θ),

avec l(x1, x2, ......, xn;θ) est la fonction de vraissemblance déinié par :

l(x1, x2, ......, xn;θ)=
n∏

i=1
f (xi).

Dans la pratique, il est possible de résoudre directement un pro-
blème en raison de la présence du produit, mais il est nécessaire de
prendre en compte le logarithme de la vraisemblance :

θ̂MV = arg max L(x1, x2, ......, xn;θ),

où

L(x1, x2, ......, xn;θ)= ln l(x1, x2, ......, xn;θ)

= ln
n∏

i=1
f (xi)

=
n∑

i=1
ln f (xi).

Dans le but d’atteindre le maximum, on résoud l’équation du pre-
mier ordre :

∂L(x1, x2, ......, xn;θ)
∂θ

|θ=θ̂MV= 0.
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Dans certains cas, l’équation au premier ordre admet une solution
explicite. Cependant, le cas le plus fréquent en pratique est celui
où elle doit être résolue numériquement à l’aide de l’algorithme de
Newton-Raphson.

Algorithme de Newton-Raphson
La méthode de Newton-Raphson est une méthode algorithmique qui
permet de trouver la racine d’une fonction. C’est-à-dire trouver x tel
que

f (x)= 0.

L’algorithme de Newton pour une fonction f consiste alors à géné-
rer une suite de paramètres {θ(k)}, où le nouvel itéré θ(k+1) est calculé
à partir de l’itéré courant θ(k) par la récurrence suivante :

θ(k+1) = θ(k)− J−1(θ(k)) f (θ(k)),

où J est la matrice jacobienne définie par :

J =


∂ f1

∂θ1
...

∂ f1

∂θn... . . . ...
∂ fn

∂θ1
...

∂ fn

∂θn



avec f =


f1

f2

...
fn

 et θ =


θ1

θ2

...
θn

.

En particulier, une extension d’algorithme de Newton-Raphson
est utilisée. Cette extension s’appelle l’algorithme de Fisher scoring
et elle est souvent utilisée en statistique pour résoudre des équa-
tions du maximum de vraissemblance. L’algorithme est définie par

18



la relation suivante :

θ(k+1) = θ(k)+ I−1(θ(k))V (θ(k)),

où V est la fonction score et I est l’information de Fisher définies
respectivement par :

V (θ(k))=


∂L
∂θ1...
∂L
∂θk


et

I =


−E

[
∂2 ln f (X ;θ)

∂θ2
1

]
... −E

[
∂2 ln f (X ;θ)

∂θ1θk

]
... . . . ...

−E
[
∂2 ln f (X ;θ)

∂θ1θk

]
... −E

[
∂2 f (X ;θ)

∂θ2
k

]
 .

2.2.2 Algorithme d’expectation-maxmisation (EM)

Algorithme expectation-maximisation, ou l’algorithme EM est une
technique statistique utilisée pour estimer les paramètres d’un mo-
dèle probabiliste lorsque certaines variables du modèle sont cachées
ou latentes, c’est-à-dire non directement observables dans les don-
nées. Cette méthode d’estimation est aussi importante car il permet
d’analyser des données du monde réel souvent incomplètes. L’algo-
rithme EM est un processus itératif qui se déroule en deux étapes à
chaque itération :
• Etape E (Expectation) : À l’étape d’attente, on calcule l’espérance
de la fonction de vraisemblance complète (tenant compte des va-
riables cachées) conditionnellement aux données observées et aux
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paramètres courants.
• Etape M (Maximisation) : À l’étape de maximisation, on maximise
la fonction attendue calculée à l’étape E par rapport aux paramètres
du modèle.

Ces deux étapes s’enchaînent jusqu’à ce que les paramètres du
modèle convergent vers des valeurs stables.

2.2.3 Test de Kolmogorov-Smirnov (K-S)

Le test de Kolmogorov-Smirnov est un test qui compare la dis-
tribution observée d’un échantillon statistique à une distribution
théorique. Autrement dit, il est utilisé pour tester l’adéquation d’un
échantillon à une loi de probabilité spécifique. Le test K-S est aussi
utilisé pour comparer la distribution de deux échantillons statis-
tiques où il est basé sur la comparaison de leurs fonctions de ré-
partition. On a alors :
• Données : p observations d’une variable aléatoire X et q observa-
tions d’une variable aléatoire Y .
• Hypothèse testée : "Les fonctions de répartition de X et de Y , no-
tées respectivement FX et FY sont égales" avec risque d’erreur a.
• Déroulement du test :

1. On calcule K = sup |FX (x)−FY (x)|.
2. On compare avec la valeur critique ∆ de la loi de Kolmogorov-

Smirnov, telle que : si P(∆ > b) = a avec ∆ =
√

p+q
p×q b et K < ∆b,

alors on accepte l’hypothèse.
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Dans la section suivante, nous allons proposer un exemple de mo-
dèle de mélange fréquemment utilisé [10].

2.3 ) Modèle de mélange gaussien

Un modèle de mélange gaussien (MMG) est une combinaison li-
néaire de plusieurs composantes gaussienne chacune caractérisée
par ses propres paramètres : moyenne et covariance. Il est large-
ment utilisé dans la classification de données, où chaque compo-
sante représente une classe différente ou bien pour modéliser des
distributions de données complexes qui ne peuvent pas être repré-
sentées par une seule distribution gaussienne. La contribution rela-
tive de chaque distribution gaussienne au modèle global est pondé-
rée par des coefficients appelés poids de mélange.

2.3.1 Mélange de gaussiennes multinomiales

Le mélange de gaussiennes multinomiales (MGM) est une tech-
nique statistique fondamentale en classification automatique. Il per-
met de modéliser la distribution des données dans un espace mul-
tidimensionnel en utilisant plusieurs distributions gaussiennes su-
perposées.

Un mélange gaussien multinomial se caractérise par un ensemble
de n distributions gaussiennes, chacune avec un vecteur de moyenne
µk et une matrice de covariance

∑
k, où n est le nombre de compo-

sants du mélange et k = 1, ...,n. On désigne par πk la probabilité
qu’un point de données x soit issu de la composante k, où 0 < πk < 1
et la somme des πk est égale à 1.

Définition 18 La densité de probabilité fX (x) d’un mélange gaus-
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sien multinomial est donnée par :

fX (x)=
n∑

k=1
πkN(x|µk,γk),

où N(x|µk,γk) est la densité de probabilité de la k-éme distribution
gaussienne.

Exemple 2 La figure (2.1) illustre un mélange de trois gaussiens bi-
dimentionnels (n=3) :

FIGURE 2.1 – Un mélange gaussien dans R2 avec trois composantes.

Remarque 3 Dans la plupart des cas, on suppose également que
chaque composante fk fait partie d’une famille paramétrée f (.;θk) et
on note f (.;Θ) la loi mélange associée à ce paramétrage,Θ= (θ1, ...,θk)
désignant le paramètre de ce modèle. On note qu’il est possible de
choisir seulement des familles f (.;θk) qui entraînent des lois mé-
langes identifiables, ou tout au moins qui le sont dans la plupart
des situations d’intérêt (voir [9]).
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2.4 ) Choix entre modèle de mélange

Le BIC et l’AIC sont des critères de vraisemblance pénalisée cou-
ramment utilisés, ces critères sont essentiels pour choisir le nombre
optimal de composants dans un modèle de mélange (voir[7] et [2]).

2.4.1 Critère BIC (Bayesian Information Criterion)

Comme mentionné précédemment, le BIC est largement utilisé
pour comparer différents modèles de mélange. Il prend en compte à
la fois la précision du modèle et sa complexité. Il est défini par

BIC =−2log L̂+k log(n),

où n est la taille de l’échantillion, k est le nombre de paramètres
à estimer et L et la fonction de vraisemblance. Un modèle avec un
BIC plus bas est généralement préféré.

2.4.2 Critère AIC (Akaike Information Criterion)

Similaire au BIC, l’AIC évalue la qualité du modèle en tenant
compte à la fois de l’ajustement aux données et de la complexité du
modèle. Il est défini par :

AIC =−2log L̂+2k.

Comme pour le BIC, un modèle avec un AIC plus bas est préféré.
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3
Sur La distribution Gamma-Lindley

généralisée

Les distributions de Lindley peuvent prendre une variété de formes,
allant des unimodales symétriques aux asymétriques avec des taux
de défaillance croissants ou décroissants. Cette flexibilité les rendent
idéales pour modéliser un large éventail de types de données rela-
tives aux nombreux domaine scientifiques et pratiques, telles que
les revenus, les tailles d’objets, les volumes d’eau et les durées de
vie. La distribution de Lindley à un seul paramètre définie par la
fonction de densité :

f (x)= θ2(1+ x)e−θx

1+θ ; x,θ > 0, (3.1)

a été introduite initialement par Lindley [10] lui meme en 1958 pour
montrer comment la distribution fiduciaire et la distribution a pos-
teriori diffèrent l’une de l’autre. Sankaran [12] a introduit la dis-
tribution de Poisson-Lindley en la combinant avec un paramètre de
Poisson. Gintany et al. [8] ont examiné plusieurs caractéristiques
de (3.1). Lorsqu’il s’agit d’analyser divers types de données sur la
durée de vie, l’unique paramètre de distribution Lindley limite sa
flexibilité. Afin d’augmenter la flexibilité à des fins de modélisation,
il sera utile de prendre en compte davantage de variations de cette
distribution.

24



3.1 ) Distribution Gamma

Définition 19 On dit qu’une variable aléatoire X suit la distribu-
tion gamma de deux paramètre α,β > 0 notée Gamma(α,β) si elle
possède la densité de probabilité :

fX (x)= xα−1e−
x
β

Γ(α)βα
, (3.2)

avec Γ(.) est la fonction gamma d’Euler définie par :

Γ(α)=
∫ +∞

0
xα−1e−xdx; α> 0,

où α est le paramètre de la forme et β est le paramètre d’échelle.

Remarque 4 Un α plus élevé donne une distribution plus aplatie,
tandis qu’un α plus petit donne une distribution plus pointue. Un β

plus élevé dilate la distribution, tandis qu’un β plus petit la contracte.

Alternativement, la distribution gamma peut être paramétrée à
l’aide d’un paramètre d’intensité θ = 1/β. Sa densité devient alors :

fX (x)= θαxα−1e−θx

Γ(α)
; x,θ,α> 0. (3.3)

Corollaire 1 Soient X1 et X2 deux variables aléatoires indépendantes
et distribuées selon Gamma(α,θ). La densité jointe de couple (X1, X2)
est définie par :

fX1,X2(x1, x2)= θ2α(x1x2)α−1e−θ(x1+x2)

Γ2(α)
; x,θ,α> 0. (3.4)

Preuve 1 La fonction de densité de probabilité de X1 est donnée par
(3.3), et la fonction de densité de probabilité de X2 est donnée par :

fX 2(x2)= θα(x2)α−1e−θx2

Γ(α)
.
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Comme X1 et X2 sont indépéndantes, alors :

fX1,X2(x1, x2)= fX1(x1) fX2(x2)

= θ2α(x1x2)α−1e−θ(x1+x2)

Γ2(α)
.

3.2 ) Distribution de Lindley génèralisée

Un grand nombre de distributions à deux variables ont été pro-
posées dans la littérature. Dans cette section, nous présentons une
famille de distributions bivariée dont les distribitions marginales
sont aussi des extentions de distributions de Lindley généralisées.

3.2.1 Version bivariée de la distribution de Lindley génèralisée

Dans cette partie, on va utiliser la stratégie de mélange de lois
pour construire une version bidimensionnelle de la distribution de
Lindley generalisée.

Construction 1 Soit (V1,V2) et (W1,W2) deux vecteurs de variables
aléatoires indépendantes, sachant que : (V1,V2) distribuées selon (3.4)
et (W1,W2) distribuées selon le loi Gamma (α+1,θ). Pour γ> 0, On

considére le couple aléatoires (X1, X2) tel que :

(X1, X2)=
(V1,V2) avec la probabilité θ/(θ+γ) ;

( W1,W2) avec la probabilité γ/(θ+γ).

La fonction de densité jointe de couple (X1, X2) est donnée par :

fX1,X2(x1, x2)= θ

γ+θ fV1,V2(x1, x2)+ γ

γ+θ fW1,W2(x1, x2), (3.5)

avec :

fW1,W2(x1, x2)= xα1θ
α+1e−θx1

Γ(α+1)
xα2θ

α+1e−θx2

Γ(α+1)
. (3.6)
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Donc, on trouve que :

fX1,X2(x1, x2)= θα+2θx1xα−1
2 (α2+γθx1x2)e−θ(x1x2)
(γ+θ)Γ2(α+1)

; α,θ, x1, x2 > 0.

(3.7)

Remarque 5 Il convient de noter que la fonction de densité jointe
(3.7) peut être écrite en termes de fonctions de densité gamma comme
suit :

fX1X2(x1, x2)= θ(α2+γθx1x2)
α2(γ+θ)

f g(x1;α,θ) f g(x2;α,θ). (3.8)

En particulier si γ= 0, les variables aléatoires X1 et X2 deviennent
indépendantes et la fonction de densité bivariée (3.8) se réduit au pro-
duit de deux fonctions de densité gamma avec les mêmes paramètres.

Proposition 1 Pour chaque entier positif m et n, on peut obtenir l’ex-
pression suivante pour les moments :

E(X n
1 X m

2 )= Γ(α+n)Γ(α+m)
θn+m(γ+θ)Γ2(α+1)

(α2(θ+γ)+γ(α+m)(α+n)).

Corollaire 2 Le coefficient de corrélation de X1 et X2 est donné par :

Corr(X1, X2)= γθ

α(θ+γ)2+γ(2θ+γ)
.

En particulier, lorsque γ = 0 on a Corr(X1, X2) = 0 et lorsque α→ 0
et θ→∞, on trouve que Corr(X1, X2)→ 1

2.

Dans ce qui suit, nous définissons la propriété de dépendance de
(3.7).

Définition 20 Une distribution bivariée est dite positivement dépen-
dante du rapport de vraisemblance (PDRV) si la fonction de densité
fX ,Y (x, y) satisfait aux conditions suivantes :

f (x1, y1) f (x2, y2)> f (x1, y2) f (x2, y1). (3.9)
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Corollaire 3 Pour tous les x1 > x2 et y1 > y2. La fonction de densité
bivariée (3.7) satisfait l’inégalité (3.9) qui est équivalente à :

(α2+θγx1 y1)(α2+θγx2 y2)Ê (α2+θγx1 y2)(α2+θγx2 y1),

où (x1−x2)(y1− y2)> 0. Donc, le couple (X ,Y ) est positivement dépen-
dant de rapport de vraissemblance.

3.2.2 Version univariée de la distribution de Lindley généralisée

La version univariée de Lindley généralisée est une distribution de
probabilité continue qui peut être utilisée pour modéliser une variété
de phénomènes, tels que la durée de vie d’un produit, le temps de
réponse d’un système ou la distance parcourue par une particule.

Définition 21 On dit qu’une variable aléatoire X suit la distribution
univariée de lindley généralisée, si elle possède la densité de proba-
bilité suivante :

fX (x)= θ2(θx)α−1(α+γx)e−θx

(γ+θx)Γ(α+1)
; α,β,θ > 0. (3.10)

Cette distribution marginale peut etre construite à partir d’un mé-
lange de deux distributions gamma. En effet, on considére que :

X =
V1 avec probabilité θ/(θ+γ),

V2 avec probabilité γ/(θ+γ).

En appliquant la relation du mélange, on trouve que :

fX (x)= θ

θ+γ
(
θαxα−1e−θx

Γ(α)

)
+ γ

θ+γ
(
θα+1xαe−θx

Γ(α+1)

)
, (3.11)

où
θ

θ+γ+ γ

θ+γ = 1.

Après simplification, on trouve que la densité marginale de la distri-
bution univariée de Lindley généralisée est de la forme(3.10) .
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3.2.3 Forme de la distribution univariée de Lindley généralisée

Les dérivées premières et secondes de la fonction log fX (x) qui est
définie par :

log fX (x)= log(
θ2(θx)α−1(α+γx)e−θx

(γ+θx)Γ(α+1)
, (3.12)

sont les suivantes :

d
dx

log fX (x)= 2θxα−2

x
+ (α−1)

1
x
+ α+γx

x
−θ− (γ+θ)Γ(α+1)

Γ(α+1)x
,

= (a−1)(a+γx)+ (γ−θ(a+γx))x
x(a+γx)

et :
d2

dx2 log fX (x)= (1−a)(a+γx)2− (γx)2

x2(a+γx)2 .

Si α≥ 1, alors d2

dx2 log fX (x)≤ 0 ; c’est-à-dire que la fonction de densité
fX (x) est log coconcave.

Distribution de la somme :
Il est bien connu que la distribution d’une somme de variables aléa-
toires gamma indépendantes ayant le même paramètre d’échelle est
à nouveau une distribution gamma. Le résultat suivant montre que
la distribution d’une somme de variables aléatoires indépendantes
de la distribution LG peut être écrite comme un mélange des distri-
butions gamma.

Proposition 2 Soit X1, ..., Xn des variables aléatoires indépendantes
issues de la distribution LG avec les paramètres θ,γ et αi pour i =
1, ...,n. Alors la fonction de densité de S =∑n

i=1 X i est donnée par :

fS(x)=
n∑

k=0
πk f g(x;α∗+k,θ), (3.13)
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telles que f g est la fonction de densité de la distribution gamma et
α∗ =∑n

i=1αi.

Estimation par la méthode du maximum de vraisemblance
Dans cette partie, nous considérons l’estimation du maximum de
vraisemblance (EMV) des paramètres. Si X1, ..., Xn est un échantillon
aléatoire distribué selon la distribution LG, alors la fonction de log-
vraisemblance L est :

L(α,θ,γ)= n(α+1)log(θ)−n log(θ+γ)−n logΓ(α+1)

+(α−1)
n∑

i=1
log(xi)+

n∑
i=1

log(α+γxi)−θ
n∑

i=1
(xi).

Les dérivées de L par rapport aux paramétres α,θ et γ sont :

dL
dα

= n log(θ)−nΨ(α+1)+
n∑

i=1
log(xi)+

n∑
i=1

1
α+γxi

, (3.14)

dl
dθ

= n(α+1)
θ

− n
γ+θ −

n∑
i=1

(xi) (3.15)

et
dl
dγ

=
n∑

i=1

(xi)
α+γ(xi)

− n
γ+θ , (3.16)

où Ψ(t) = Γ′(t)/Γ(t) représente la fonction digamma. Les équations
(3.14), (3.15) et (3.16) peuvent être résolues simultanément pour trou-
ver les estimateurs du maximum de vraisemblance de α, γ et θ.

La matrice de variance-covariance (I−1) , où I est la matrice d’in-
formation de Fisher est définie par les éléments suivants :

−E(
d2L
dα2 )= nΨ(1+α)+n j0(α,θ,γ),

−E(
d2L

dαdθ
)=−n

θ
,
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−E(
d2l

dαdγ
)= n j1(α,θ,γ)

−E(
d2L
dθ2 )= n(α+1)

θ2 − n
γ+θ

2
,

−E(
d2L

dθdγ
)=− n

(γ+θ)2

et

−E(
d2L
dγ2 )= n j2(α,θ,γ)− n

(γ+θ)2 .

Ici pour i = 0, 1, 2,

j i = E
(

X i

(α+γX )2

)
= θ1−i

αΓ(α+1)(γ+θ)

∞∑
k=0

(−1)k

k!

( γ
αθ

)k
Γ(α+k+ i).

Dans ce qui suit, nous donnons des exemples numériques pour
montrer la flexibilité de la distribution LG pour la modélisation des
données.

3.2.4 Application réelle

Pour une application réelle de la distribution univariée de Lind-
ley généralisée, nous considérons deux séries de données réelles tirées
de Lawless (2003). Le premier ensemble de données représente les
temps de défaillance (en minutes) d’un échantillon de 15 composants
électroniques. Ces temps sont les suivants : 1.4, 5.1, 6.3, 10.8, 12.1,
18.5, 19.7, 22.2, 23, 30.6, 37.3, 46.3, 53.9, 59.8, 66.2. Le deuxième
ensemble de données est le nombre de cycles jusqu’à la rupture pour
25 échantillons de 100 cm de fil, testés à un niveau de déformation
particulier : 15, 20, 38, 42, 61, 76, 86, 98, 121, 146, 149, 157, 175,
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176, 180, 180, 198, 220, 224, 251, 264, 282, 321, 325, 653.

En manipulant l’algorithme de Fisher Scoring sur le logiciel, on
trouve les estimateurs de maximum de vraisemblance et la statis-
tique de Kolmogrov-Smirnov comme présentés dans le tableau (3.1).

TABLE 3.1 – Estimations et statistique de Kolmogorov-Smirnov .

distribution α̂ θ̂ γ̂ K-S
LG 1.203 0.064 0.083 0.095

n=15 Gamma 1.442 0.052 / 0.100
LG 1.505 0.012 0.018 0.137

n=25 Gamma 1.794 0.010 / 0.135

Daprés le tableau (3.1), les distribution Gamma et lindley généra-
lisé ont des paramétres déffirents et des ajustements ligèrement déffi-
rents. Selon la statistique de Kolmogorov-Smirnov (K-S), pour n = 5
la distribution de lindley généraliser semble mieux s’ajuster, tandis
que pour n = 25 c’est la distribution Gamma qui donne un meilleur
ajustement pour les donnés.

Remarque 6 Une petite valeur de la statistique K-S entraine l’ac-
ceptation de l’hypothése nulle H0.

3.3 ) Distribution bivariée Gamma-Lindley généralisée

Dans cette partie, On va étudié une classe de distributions biva-
riées appelée distribution Gamma-Lindley généralisée bivariée. La
fonction densité de probabilité jointe de cette nouvelle distribution
correspond à :

fX1,X2(x1, x1)= θ2α+1(x1x2)α−1e−θ(x1+x2)

β(γ+θ)Γ2(α+1)
(α2+θ(βγ+βθ−θ)x1+ x2).

(3.17)

Cette distribution bivariée est essentiellement basée sur un mélange
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du produit de deux variables aléatoires indépendantes distribué se-
lon la distribution gamma et de la distribution bivariée de Lindley
généralisée (notée BLG, introduite par Zakerzadeh et Dolati (voir[14]).
Les deux distributions sont définies respectivement par les fonctions
de densité de probabilité jointe :

f gg(x1, x2)= θ2α(x1x2)α−1

Γ2(α)
e−θ(x1+x2); x1, x2,α,θ > 0 (3.18)

et :

fBLG(x1, x2)= θ2α+1(x1x2)α−1(α2+γθx1x2)
(γ+θ)Γ2(α+1)

e−θ(x1+x2); x1, x2,α,θ > 0

(3.19)
où x1, x2,α,θ > 0,γÊ 0.

Construction 2 Soit (Y1,Y2) et (Z1, Z2) deux vecteurs aléatoires, tels
que Y1 et Y2 sont des variables aléatoires indépendantes distribuées
selon Gamma (α+1,θ) et que (Z1, Z2) est distribué selon BLG(α,θ,γ).
Pour β Ê 1, considérons la paire aléatoire (X1, X2) qui représente le
mélange entre (Y1,Y2) avec la probabilité (β−1)/β, et (Z1, Z2) avec la
probabilité 1/β . Cette loi de mélange est appelée distribution BGLG
et la fonction de densité jointe de (X1, X2) est obtenue en utilisant la
loi de probabilité totale :

fX1,X2(x1, x2)= (β−1)
β

f gg(x1, x2;α+1,θ)+ 1
β

fBLG(x1, x2;α,θ,γ)

= θ2α+1(x1x2)α−1e−θ(x1+x2)

β(γ+θ)Γ2(α+1)
(α2+θ(βγ+βθ−θ)x1x2), (3.20)

où x1, x2,α,θ > 0, γÊ 0 et Θ= (α,β,γ,θ).

3.3.1 Forme de la distribution bivariée de gamma-lindley généralisée

la distribution bivariée de gamma lindley généralisée BGLG sédi-
nie par la densité (3.20) présente de différents formes qui dependent
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des paramétres α,β,γ et θ. Le code MATLAB (R2015a) ci-dessous gé-
néré quatres graphes de la distribution BGLG pour quelques valeurs
α,β,γ et θ.

FIGURE 3.1 – Code MATLAB qui génére les graphes de la distribution BGLG

FIGURE 3.2 – Graphe de la fonction de densité de la distribution BGLG pour quelques valeurs
sélectionnées de paramètres (α,β,γ,θ).
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Proposition 3 Pour chaque entier positif m et n, le moment joint des
variables X1 et X2 ayant une distribution BGGL est exprimé comme
suit :

E(X m
1 X n

2 )= Γ(α+m)Γ(α+n)
β(γ+θ)Γ2(α+1)θm+n ((βθ+βγ−θ)(α+n)(α+m)+θα2).

(3.21)
En particulier, pour n = m = 1, on trouve que :

E(X1X2)= ((βθ+βγ−θ)(α+1)2+θα2)
β(γ+θ)θ2 .

Ainsi le coefficient de corrélation entre X1 et X2 est :

Corr(X1, X2)= θ(βθ+βγ−θ)
(β2−1)θ2+αβ2(γ+θ)2+β2γ(γ+2θ)

.

Remarque 7 Il est facile de remarquer que si α→ 0, β= 1 et θ→∞
ou si α→ 0, γ= 0 et β= 1, on a Corr(X1, X2)→ 1/2.

Définition 22 Une distribution à deux variables est dite positive-
ment dépendante du rapport de vraisemblance si la densité fΘ(x1, x2)
satisfait :

fΘ(x1, y1) fΘ(x2, y2)≥ fΘ(x1, y2) fΘ(x2, y1),

pour tout x1 > x2 et y1 > y2 .

Proposition 4 Pour l’équation (3.17), l’inégalité ci-dessus se réduit
à :

(α2+θ(βγ+βθ−θ)x1 y1)(α2+θ(βγ+βθ−θ)x2 y2)Ê
(α2+θ(βγ+βθ−θ)x1 y2)(α2+θ(βγ+βθ−θ)x2 y1),

ou x2 y2 + x1 y1 = x1 y2 + x2 y1, ce qui est clairement le cas. Par consé-
quent, la distribution BGLG dépend positivement du rapport de vrai-
semblance.
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3.3.2 Estimation des paramétres par L’algorithme EM

L’algorithme espérance-maximisation (EM) (voir[6]) est un moyen
important de trouver des estimations du maximum de vraisemblance
(EMV) pour les paramètres d’un modèle lorsque les données sont in-
complètes. Il s’agit d’une méthode itérative d’approximer la fonction
de maximum de vraisemblance. Chaque itération de l’algorithme EM
comporte deux étapes :

1. Étape E : nous calculons l’espérance conditionnelle notée par
Q(Θ/Θ j), où Θ j = (α( j),β( j),γ( j),θ( j)) est le vecteur des paramètres
estimés de Θ= (α,β,γ,θ) à la jème itération.

2. Étape M : nous maximisons Q(Θ/Θ j) en fonction du vecteur de
paramètres Θ.

Dans cette section, nous examinons le problème du calcul des EMV
des paramètres inconnus de la distribution BGLG pour un échan-
tillon aléatoire donné de taille n, En utilisant la représentation de
la densité de mélange de la distribution BGLG donnée par (3.20) la
fonction de vraisemblance incomplète peut s’écrire comme suit

L(Θ)=
n∏

i=1
(
β−1
β

f gg(xi1, xi2,Θ1)+ 1
β

fBL(xi1, xi2,Θ2)),

dans lequel Θ1 = (α,θ) et Θ2 = (α,θ,γ). Pour compléter les données
de cette fonction, on associe un vecteur aléatoire discret ∆, où ∆ suit
une distribution bivariée de Bernoulli avec des paramètres p = β

β−1 et
1− p = 1

β
. Cela implique

P(∆= δi)= Pδi(1− p)1−δi,

où δi ∈ {0,1}2. Les échantillons complets sont les suivants :

(x11, x12,δ2), .........., (xn1, xn2,δn).
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En se basant sur les observations complètes, la fonction de vraisem-
blance complète est la suivante :

l(Θ)=
n∏

i=1
(
β−1
β

f gg(xi1, xi2,Θ1))δi(
1
β

fBL(xi1, xi2,Θ2))1−δi.

La fonction de log-vraisemblance devient donc

L(Θ)= log l(Θ)=
n∑

i+1
δi(log(

β−1
β

)+ log( f gg(xi1, xi2,Θ1)))

+(1−δi)(log( fBL(xi1, xi2,Θ2))+ log(
1
β

)).

Nous calculons maintenant l’espérance conditionnelle Q(Θ,Θ j) de la
fonction log vraisemblance complète, reposant sur les données obser-
vées et la valeur actuelle de la fonction de vraisemblance logarith-
mique Θ j = (α( j),β( j),γ( j),θ( j)) à la jème itération. Nous obtenons

Q(Θ,Θ j)= E(L(Θ/Θ j)

=
n∑

i+1
E(δi/Θ j)(log(

β−1
β

)+ log( f gg(xi1, xi2,Θ1)))

+
n∑

i+1
E((1−δi)/Θ j)(log(

1
β

)+ log( fBLG(xi1, xi2,Θ2))).

où

E(δi/Θ j)= τ j
i =

(β( j)−1)
β( j) f gg(xi1, xi2,Θ1)

(β( j)−1)
β( j) f gg(xi1, xi2,Θ1)+ 1

β( j) fBLG(xi1, xi2,Θ2)
,

et
E((1−δi)/Θ j)= ζ j

i = 1−τ j
i .

On note que τ j
i est la probabilité postérieure calculée à la jème itéra-

tion.
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Dans l’étape de maximisation de l’algorithme EM, nous essayons
de trouver le maximum de Θ( j+1) de la fonction Q(Θ,Θ j) par rapport
à Θ= (α,β,γ,θ).

Θ( j+1) = argmax
Θ

Q(Θ/Θ j),

où

Q(Θ/Θ j)=
n∑

i=1
τ

j
i (log(

β−1
β

)+ (2α+2)log(θ)+α(log(xi1)+ log(xi2))

−θ(xi1+ xi2)−2log(γ(α+1)))+ς( j)
i (− log(β)+ (2α+1)log(θ)

+ (α−1)(log(xi1)+ log(xi2))+ log(α2+γθ(xi1)(xi2)−θ(xi1)+ (xi2)
− log(γ+θ)−2log(γ(α+1))). (3.22)

En dérivant la fonction (3.22) par rapport à chaque paramétre,
nous obtenons le systéme suivant (voir [6]) :

∂Q

∂α
= 2n log(θ)−2nΨ(α+1)+

n∑
i=1

(log(xi1)+log(xi2))+2α
n∑

i=1

ζ
j
i

α2+γθxi1xi2
,

∂Q

∂β
= 1
β(β−1)

+
n∑

i=1
τ

j
i −

1
β

n∑
i=1

ζ
j
i ,

∂Q

∂θ
= 2n(α+1)

θ
−

n∑
i=1

(xi1+ xi2)+
n∑

i=1
ζ

j
i (

γxi1xi2

α2+γθxi1xi2
− 1
γ+θ − 1

θ
),

et
∂Q

∂γ
=

n∑
i=1

ζ
j
i (

θxi1xi2

α2+γθxi1xi2
− 1
γ+θ ).

Dans lequel Ψ(.) est la fonction digamma définie par Ψ(.)=Γ′(.)/Γ(.).
Ensuite, nous mettons les équations différentielles précédentes égales
à zéro et nous utilisons le logiciel mathématique MATLAB pour ré-
soudre numériquement ce système d’équations à l’aide de l’algorithme
de Newton-Raphson. Nous répétons cette étape jusqu’à ce que

∥Θ( j+1)−Θ j ∥< ε,
où ε est un seuil de convergence fixe (voir[13]).
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Remarque 8 L’algorithme EM converge en un nombre fini d’itéra-
tions et donne les estimations du maximum de vraisemblance des
paramètres. Ces solutions donnent les estimateurs EM, notés α̂, β̂, γ̂
et θ̂.

L’algorithme : En outre, nous élaborons l’algorithme suivant pour
calculer les EMV des paramètres inconnus.

— Étape 1 : Choisir quelques valeurs initiales de Θ, disent θ(0) =
(α(0),β(0),γ(0),θ(0)).

— Étape 2 : Obtenir

θ(1) = argmax
Θ

Q(Θ/Θ(0))

— Étape 3 : poursuivre le processus jusqu’à ce qu’il y ait conver-
gence.

3.3.3 Distribution de la somme

Dans cette partie, nous dérivons des expressions explicites pour
fonctions de densité de probabilité et les moments de Y = X1 + X2,
lorsque le vecteur aléatoire (X1, X2) est défini selon la distribution
BGLG.

Proposition 5 Si X1 et X2 sont distribués selon (3.17), alors la fonc-
tion de densité de probabilité de Y est exprimée par :

fY (y)= θ2α+1 y2α−1e−θy

β(γ+θ)Γ(2α)
+ (βγ+βθ−θ)θy2

2α(2α+1)
; y> 0. (3.23)

Preuve 2 En substituant x1 = yz et x2 = y(1− z) avec le jacobien
J(x1, x2 → y, z) = y, dans la fonction densité jointe de X1 et X2, nous
obtenons la fdp jointe de Y et Z comme suit :

fY ,Z(y, z)= θ2α+1zα−1(1− z)α−1 y2α−1e−θy

β(γ+θ)Γ2(α+1)
[(βγ+βθ−θ)θy2z(1− z)+α2],

(3.24)
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où z ∈ (0,1) et y > 0. En intégrant cette équation de manière appro-
priée, nous obtenons les densités marginales de Y et Z.

Proposition 6 Si X1 et X2 sont distribués selon (3.20) alors la fonc-
tion de moment de la variable Y est exprimée par :

E(Y n)= ∑
k≥0

(n
k

) (n−k+α)Γ(α+k)
β(γ+θ)Γ2(α+1)θn ((βθ+βγ−θ)(α+n−k)(α+k)+θα2).

3.3.4 Applications réelles

Nous considérons dans un premier temps les données de pluie et
de neige collectées dans trois villes françaises et présentons une ap-
plication du modèle donné par (3.7).

Les précipitations sont toutes les formes d’eau qui se forment dans
l’atmosphère terrestre et qui tombent à la surface de la Terre. Les
nuages finissent par être trop chargés en vapeur d’eau et les précipita-
tions se transforment en liquide (pluie) ou en solide (neige). La pluie
désigne les précipitations de différentes tailles, des grosses gouttes
lourdes aux gouttes légères, tandis que la neige est l’un des types de
précipitations solides. Elle est constituée d’eau qui a été gelée.

Nous considérons les données disponibles sur le site
https: // en. tutiempo. net/ climate recueillies auprès des trois villes
françaises suivantes (situées dans différentes parties du pays) concer-
nant la pluie et la neige : Dijon, Paris et Toulouse. L’ensemble des
données comprend le nombre de jours de chaque année où la pluie et
la neige sont apparues au cours de la période allant de 1990 à 2018.
Nous considérons les variables suivantes :
• X1 : proportion de jours de pluie ;
• X2 : proportion de jours avec de la neige ;
• Y = X1 + X2 : proportion de jours avec précipitations (pluie ou
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neige).

Le tableau (3.2) présente les estimations de α̂, β̂, γ̂ et θ̂ qui ont été
obtenues en utilisant l’algorithme EM considéré dans la section pré-
cédente.

TABLE 3.2 – Valeurs estimées de α̂ , β̂ , γ̂ , θ̂ et E(y)

City α̂ β̂ γ̂ θ̂ E(y)
Dijon 0.7191 1.1963 5.6880 4.9055 0.5431
Paris 0.4957 1.0001 7.7070 4.1536 0.5516

Toulouse 0.3318 1.1444 8.6421 4.6344 0.4431

On constate que la ville de Toulouse présente la proportion de jours
de précipitations (pluie ou neige) la plus faible.

Enfin, nous examinons les résultats expérimentaux en utilisant
l’ensemble de données réelles de la pluie et de la neige pour la ville
de Dijon dans la fiabilité de différents modèles statistiques tels que
les distributions BGL et BGLG. Afin de comparer ces modèles, nous
utilisons les deux critères suivants : Critère d’information d’Akaike
(AIC) et critère d’information bayésien (BIC), qui sont définis comme
suit :

AIC =−2log L̂+2k

BIC =−2log L̂+k logn

où k est le nombre de paramètres libres dans le modèle, n est la taille
de l’échantillon et log L̂ est la log-vraisemblance. Pour l’ajustement
d’un ensemble de données, le meilleur modèle est celui qui présente
la plus petite valeur d’AIC et de BIC.

Le tableau suivant présente les estimations du maximum de vrai-
semblance (EMV) des paramètres des modèles ajustés et les valeurs
des statistiques suivantes : AIC, BIC. Sur la base des valeurs de ces
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statistiques, nous concluons que la distribution BGLG peut fournir
de bons ajustements pour les données réelles. Notez que des résul-
tats et interprétations similaires peuvent être traités pour les autres
ensembles de données.

TABLE 3.3 – EMVs, AIC et BIC pour l’ensemble des données réelles de pluie et de neige pour la
ville de Dijon.

Distr α̂ β̂ γ̂ θ̂ AIC BIC
BGLG 0.733 1.255 5.248 4.999 -59.526 -54.197
BGL 0.719 — 7.767 4.905 -10.355 -6.358

D’aprés le tableau 3.3 la distribution bivariée de Gamma-Lindley
généralisée (BGLG) présente les valeurs les plus petites des critaire
AIC et BIC. Ce résultat montre que la distribution BGLG donne la
meilleure ajustement de données simulée. Les résultats du ce tableau
ont été trouvés en exécutant le programme suivant.
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FIGURE 3.3 – Code MATLAB qui donne les EMVs, AIC et BIC.
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Conclusion générale

Ce mémoire a présenté une introduction aux lois de probabilité
continues et à leurs applications en modélisation statistique.

Le premier chapitre a posé les bases théoriques en introduisant les
concepts de tribu, mesure et loi de probabilité d’une variable aléa-
toire continue. La loi gaussienne multidimensionnelle a été présentée
comme un exemple important de loi continue.

Le deuxième chapitre s’est concentré sur les modèles de mélange
de lois finies. Deux méthodes d’estimation des paramètres de ces mo-
dèles ont été détaillées : la méthode du maximum de vraisemblance
et la méthode d’expectation-maximisation.

Enfin, le troisième chapitre a exploré les différentes versions de la
distribution de Lindley généralisée, en versions univariée et bivariée.
L’accent a été mis sur la flexibilité de cette famille de distributions et
son application dans des contextes concrets.
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