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INTRODUCTION

La modélisation, dans un sens général, est le processus de création de représentations mathé-
matiques ou statistiques d’un phénoméne ou d’un systéme réel. Ces modéles visent & capturer
et & expliquer les relations entre les différentes variables ou composantes du systéme étudié. La
modélisation peut étre appliquée dans divers domaines tels que la science, 'ingénierie, 1’écono-
mie, la finance, la biologie, la sociologie, etc.

L’objectif principal de la modélisation est de simplifier et de formaliser la complexité du
monde réel afin de faciliter la compréhension, la prédiction et la prise de décision. En créant
des modéles, les chercheurs et les praticiens peuvent explorer et manipuler les relations entre les
variables d’intérét, simuler des scénarios hypothétiques et évaluer les conséquences de différentes
actions ou politiques.

Dans le domaine financier, les modeéles ARCH (Autoregressive Conditional Heteroskedas-
ticity) et GARCH (Generalized Autoregressive Conditional Heteroskedasticity) sont largement
utilisés pour modéliser la volatilité des prix des actifs financiers. Ces modéles permettent aux
analystes financiers de comprendre et de prévoir la volatilité future des marchés, ce qui est essen-
tiel pour la gestion des risques, les décisions d’investissement et la construction de portefeuilles
diversifiés.

Développé par Robert Engle en 1982, le modéle ARCH a marqué une avancée significative en
permettant de capturer la variance conditionnelle des rendements financiers, reconnaissant ainsi
que la volatilité peut étre influencée par les chocs passés. En 1986, Tim Bollerslev a étendu ce
modéle pour créer le modéle GARCH, qui intégre également la persistance de la volatilité, offrant
ainsi une représentation plus compléte de la dynamique des séries chronologiques financiéres.

Ce manuscrit est structuré en trois chapitres principaux pour offrir une compréhension appro-
fondie des processus stochastiques et des modéles ARCH et GARCH, ainsi que leur application
pratique.

Le chapitre 1, introduit les concepts fondamentaux des processus stochastiques, essentiels
pour comprendre les séries chronologiques. Nous y discutons des processus linéaires et des pro-



priétés des séries temporelles, en mettant un accent particulier sur les notions d’espérance et
de variance conditionnelles et non conditionnelles. Ces concepts constituent la base théorique
nécessaire pour aborder les modéles ARCH et GARCH.

Dans le chapitre 2, nous explorons en détail les fondements théoriques des modéles ARCH
et GARCH. Nous expliquons leur formulation mathématique, leurs hypothéses sous-jacentes et
leurs propriétés statistiques. Des exemples pratiques et des études empiriques sont présentés pour
illustrer comment ces modéles capturent la volatilité conditionnelle dans les données financiéres.

Le chapitre 3, est consacré a I'application pratique des modeéles ARCH et GARCH sur les
rendements de I'indice CAC40 et de I’action Apple Inc. Nous présentons et analysons les données,
et mettons en évidence la modélisation de la volatilité par les modéles ARCH et GARCH, avec
prévision et performances des modeéles. Cette application concrete permet de démontrer 'utilité
et la validité des modéles dans des contextes réels.

L’object de cette modélisation est de fournir aux praticiens des outils robustes pour évaluer
et anticiper la volatilité des marchés financiers, afin de prendre des décisions plus éclairées et
mieux informées en matiére de gestion de portefeuille et de risque financier.

Ce manuscrit vise a fournir une introduction compléte et structurée a ’application des mo-
déles ARCH et GARCH, en partant des bases théoriques jusqu’a leur mise en pratique sur des
données financiéres réelles. Les lecteurs pourront ainsi acquérir une compréhension approfondie
de ces outils puissants et de leur pertinence pour I'analyse de la volatilité sur les marchés finan-
ciers.



CHAPITRE 1

GENERALITES

Ce chapitre fournit les outils conceptuels indispensables pour analyser et modéliser efficace-
ment les données temporelles. Tl se concentre sur les concepts clés pour comprendre et analyser
les processus stochastiques et les séries chronologiques, préparant ainsi le terrain pour des appli-
cations plus avancées et des techniques de modélisation dans les chapitres suivants.

Les ressources citées, telles que [1],[5],[6],[13],[21], sont des sources précieuses qui ont grande-
ment contribué & notre compréhension des bases, ainsi qu’a ’élaboration de ce chapitre.

1.1 Processus Stochastique

1.1.1 Définitions et Propriétés

Définition 1.1.1 Un processus stochastique est une famille de variables aléatoires {Y;,t € Q}
indicées par le temps.

Remarque 1.1.1 Dans un processus stochastique {Y;, t € Q} :
o Sion fize t = 1o, alors Y (to,u) sera une variable aléatoire.

e Sion fire u = ug, alors pour chaque instant du temps, le processus prendra une seule valeur
Y(t, UO)-

e Sit prend les valeurs réelles, c-a-d, Q € IR alors {Y;,t € Q} est un processus stochastique
continu. Dans le cas contraire ot les valeurs prises par t sont discrétes, ) € IN alors,
{Y;,t € Q} est un processus stochastique discret.

La définition d’un processus stochastique détermine la maniére dont les valeurs évoluent dans
le temps ou l'espace, tandis que la distribution de probabilité associée & ce processus spécifie
comment ces valeurs sont réparties ou distribuées en fonction des parameétres et des propriétés
probabilistes du processus. On énonce dans ce qui suit, comment chaque valeur d’un proces-
sus stochastique peut étre traitée comme une variable aléatoire, avec sa propre distribution de
probabilité, et comment ces distributions varient en fonction des valeurs temporelles choisies.



Proposition 1.1.1 (Distribution de probabilité) Lorsque l'on fize une valeur dans le temps,
le processus stochastique devient une variable aléatoire qui aura sa propre distribution de proba-
bilité. Ainsi,pour t = t;, la distribution de probabilité sera notée par :

Si, au liew d’une valeur, on fize deux valeurs du temps, on obtiendra une variable bidimen-
sionnelle avec une fonction de distribution bivariante. Ainsi, pour t =1t; et t = t;, la distribution
de probabilité sera :

FD/(ti)7 Yv(tj)]'

En général, pour un ensemble fini des valeurs du temps, on obtiendra une fonction de distri-
bution conjointe. Ainsi, pour ti,ts,ts, ..., tn la fonction de distribution conjointe sera :

F[Y;flanw ) Y;fn]

Les moments d’ordre 1 et 2 sont les plus utilisés dans une distribution de probabilité pour
caractériser les propriétés centrales (moyenne) et de dispersion (variance) des valeurs du proces-
sus stochastique a chaque instant. Ces moments fournissent des informations essentielles sur la
distribution de probabilité. Les propriétés suivantes sont donc essentielles pour caractériser la
structure et le comportement d’un processus stochastique dans le temps.

Proposition 1.1.2 Pour un processus stochastique, que [’on note pour simplifier la notation,
Y -

(i) La moyenne ou le moment de premier ordre est défini de la forme suivante :
pe = E(Y);

Lindice t indique que la moyenne sera, en général, différente pour chaque période de
temps.

(il) Comme moments de second ordre par rapport & la moyenne, on considére en plus de
la variance, les covariances entre les variables auz différents instants du temps ou auto-
covariances qui seront définies par :

Vs = Cov(Ye, Ys) = E[(Yy — pu) (Vs — ps)]-
> Lorsque s =t, on obtient la variance :
Yeu = Cov(Y3,Ys) = E[(Y; — u)?)-

> Comme une maniére alternative de caractérisation d’un processus stochastique, on uti-
lise aussi les coefficients d’auto-correlation
Cov(Yy, Yy)
R s = .
VVar(Yy)Var(Ys)

Ayant introduit la notion de processus stochastique et examiné ses principes fondamentaux,
nous explorerons désormais en détail les caractéristiques et les propriétés des processus station-
naires. Ces derniers constituent une classe importante de processus stochastiques, caractérisés
par des comportements statistiques constants dans le temps.



1.1.2 Processus Stationnaire

Pour définir un processus stationnaire, on peut utiliser, comme on I’a fait pour sa cactérisa-
tion, soit les fonctions de distribution ou alternativement les moments.

Définition 1.1.2 Le processus aléatoire (Yy)iez, est dit strictement ou fortement stationnaire si
sa distribution de probabilité ne change pas au cours du temps, c’est & dire si V le n-uplet du
temps t1 < to < ... < t, telle que t,, € 7L et pour tout temps h € 7 avec t; + h € ZZ Vi =1...n
la suite, (Yi,4+h, Yigths s Yi,+n) posséde la méme loi de probabilité que la suite (Yy,,Yi,, ..., Ys,).

Définition 1.1.3 Considérons la fonction de distribution conjointe,
F(Kl? .Yi27 M) }/;fk;)'

e Si l’on suppose que tous les éléments de cette distribution sont déplacés de m périodes, la
nouvelle fonction de distribution conjointe sera

F(i/t1+ma §/t2+ma eeey Y;5k+m)
e Sile processus est stationnaire, au sens strict, on vérifie que :
F(Y;fl s Yigy oo }/tk) = FG/tler» Yiotms oo Y;thrm)

Remarque 1.1.1 On doit obtenir un résultat analogue pour n’importe quelle autre distribution
conjointe finie.

Définition 1.1.4 En utilisant les moments, un processus est dit stationnaire de premier ordre,
ou en moyenne, s’il vérifie :
E[Yy] = p,vt.

Par conséquent, dans un processus stationnaire en moyenne, ’espérance mathématique, ou
la moyenne théorique, reste constante dans le temps.

Définition 1.1.5 On dit qu’un processus est stationnaire de second ordre (ou au sens large),
lorsque les deux conditions suivantes sont vérifiées :

(1) La variance est finie et reste constante dans le temps, c’est-a-dire :
vt, E[Y; — p)? < oc.

(ii) L’auto-covariance entre deuzx périodes distinctes de temps dépend uniquement de linter-
valle du temps entre ces deux temps, C’est-a-dire :

Vt, E[(Yeer — )Y — )] =

est l'auto-covariance d’ordre k, ou k est la longueur de cet intervalle de temps entre Yy et
Yiik. Sa valeur i, est indépendante de l'instant t du temps.

Remarque 1.1.2 On apporte par la suite, des précisions et des éclaircissements sur les concepts
de variance, de stationnarité au sens large et au sens strict, ainsi que sur les conditions dans
lesquelles un processus stationnaire au sens large peut également étre stationnaire au sens strict.



La variance du processus est tout ssimplement 'auto-covariance d’ordre 0.

Lors de la définition d’un processus stationnaire au sens large, implicitement, on tient
compte que le processus est aussi stationnaire en moyenne, puisque soit dans la variance
soit dans les auto-covariances, le symbole u n’est affecté par aucun indice.

o Si un processus est stationnaire au sens strict, il sera aussi stationnaire au sens large,
mais la Téciproque n’est pas nécessairement vraie, puisque le processus peut me pas étre
stationnaire pour les moments d’ordre supérieures au second.

o Aussi, ici, si le processus est stationnaire au sens large, et en plus il est normal, on vérifie
que le processus est stationnaire au sens strict.

Proposition 1.1.3 Lorsque le processus est stationnaire, en principe, on peut estimer les para-
metres , Yo, 71, -.- & partir d’une seule réalisation.
Considérons un échantillon Y1,Ya, ..., Y, on peut utiliser les estimateurs suivants :

1 T
M:T;K&,

T

Z(Y;f - /l)27

t=1

Yo =

Nl =

1 T

e ==Y Yiew — )Yz — ).
T.5

Evidement, lorsque k croit, on dispose de moins d’observations pour calculer . Ainsi, pour
Ar—_1 on disposera seulement d’une seule observation.

Proposition 1.1.4 Pour un processus stationnaire les auto-correlations sont définies de la forme
sutvante :

R, =% k>o0.
Y0

Comme,
E[(Yirr — ) (Yo — p)] = %, ¥t 2 0,
on vérifie que,
Ve = V—k-
Par conséquent,

Ry = R_.

Remarque 1.1.3 La representation graphique de Ry pour k = 0,1,2,3, ... s’appelle Corrélo-
gramme.

La figure suivante présente un exemple de corrélagramme, offrant une visualisation des auto-
corrélations d’un processus pour différents décalages temporels.
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FiGurE 1.1 — Exemple de corrélogramme

Remarque 1.1.4 L’examen du Corrélogramme des données observées permettra de repérer l’exis-
tence d’autocorrélations éventuelles ainsi que ordre d’autocorrélation le plus significatif.

> Si toutes les auto-corrélations sont significativement différentes de zéro et diminuent trés
lentement, alors ceci indique que le processus est non-stationnaire.

> Il est ensuite nécessaire de vérifier celte intuilion en appliquant des tests statistiques de
stationnarité et/ou de non stationnarité.

Pour mieux appréhender les concepts de stationnarité et de non-stationnarité, nous examine-
rons maintenant deux exemples emblématiques de processus : le bruit blanc, qui illustre des com-
portements stationnaires caractérisés par une constance dans ses propriétés statistiques, tandis
que la marche aléatoire met en évidence des caractéristiques de non-stationnarité en démontrant
un comportement évolutif au fil du temps.

Exemples 1.1.1 (Processus stationnaire - Bruit Blanc) L’ezemple le plus simple de pro-
cessus stationnaire au second-ordre est celui du bruit blanc. Ce processus est particulierement
important car il permet de construire des processus stationnaires plus complezes.

Dans ce processus, chaque observation est indépendante et identiquement distribuée selon une
distribution normale, avec une moyenne constante et une variance constante. Cela signifie que,
les propriétés statistiques du processus, telles que la moyenne et la variance, restent constantes
dans le temps.

Vte 7 : E(Et) =0,
E(ef) = 0%,
Y(t,t') € Z2/t £t Cov(ey, ep) = 0.

Nous pouvons observer comment ses propriétés statistiques se manifestent visuellement dans
sa représentation graphique dans la figure 1.2

11
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FiGURE 1.2 — Représentation graphique d’un Bruit Blanc

Exemples 1.1.2 (Processus non stationnaire - Marche aléatoire) Les marches aléatoires
peuvent étre des processus non stationnaires. Un processus est considéré comme non stationnaire
s’il présente des propriétés statistiques qui varient dans le temps. Dans le contexte des marches
aléatoires, cela signifie que les caractéristiques du processus, telles que la moyenne, la variance
ou la covariance, changent au fil du temps.

La suite (Y;,t € 7Z) est une marche aléatoire (random walk) lorsqu’elle s’écrit sous la forme
sutvante :

Yi=Yi 1 +e.

ot Yy est la valeur du processus a linstant t, Y;_1 est la valeur a Uinstant précédent, et €, est un
terme d’erreur aléatoire o 'instant t .
L’espérance conditionnelle de Y; sachant les valeurs passées Yi_1,Y;_o,..., Yy est donnée par :

E[}Q’Y;—hn—Qv v 7Y0] = }/t—l-

Cela signifie que, étant donné toutes les valeurs précédentes, 'espérance conditionnelle de la
marche aléatoire & l'instant t est simplement la valeur précédente Yi_1. Cela refléte le caractére
non prédictible de la marche aléatoire, ot chaque nouvelle valeur est simplement la somme de la
valeur précédente et d’un terme aléatoire.

La variance conditionnelle de Y, sachant les valeurs passées Yy_1,Ys_o,..., Yy est donnée par :

Var[Y|Yi—1,Yi—2,...,Yo] = Var[e].

Cela est di au fait que Y; est une somme de Yi_1 et de €, et Yi_1 étant connu, sa variance
conditionnelle est simplement celle de €.

Cependant, si nous regardons la variance sans conditionnement, c’est-a-dire la variance de
Y; sans prendre en compie les valeurs passées, nous avons :

VarlYy] =t - Var[e).

12



a condition que Yy soit une constante (¢ Var[Yp] =0) car

t
Var[Yy] = Var[Yy] + > Vare
=0

VarlYy] = Var[Yo] +t - Var[e].

Cette formule refiete le fait que la variance de la marche aléatoire augmente linéairement avec le
temps, car chaque nouvelle valeur ajoute une certaine incertitude a la trajectoire du processus.
De plus,

t+h ¢
Cov(Yiin,Y:) = Cov Zei,Zej
i=1  j=1

t+h t

= Z Z Cov(ei, €5)

i=1j=1
t
— 2 _ 2
= ZO‘E =t.0;.
i=1

Donc, on constate que la marche aléatoire n’est pas stationnaire, car la suite des covariances
dépend de t.

L’évolution de Y, est aléatoire, ce qui rend impossible toute prévision, faute d’une structure
adéquate. La figure 1.8, illustre le comportement de la marche aléatoire :

Marche aléatoire ACF de la Marche Aléatoire PACF de la Marche Aléatoire

= _| =

. HHH : T T

pil
|
0

Yt
HF
i

0
Partial ACF
0

=

T T T T T T
] 20 40 60 S0 100 o s 10 15 zo s 10 15 zo

temps. Lag Lag

FiGURE 1.3 — Représentation graphique d’une marche aléatoire.

Les processus stationnaires fournissent un cadre théorique solide pour comprendre la structure
temporelle des données. En transition naturelle, nous aborderons maintenant les fonctions d’au-
tocovariance, d’autocorrélation et d’autocorrélation partielle, des concepts clés qui permettent de
quantifier la dépendance temporelle et d’explorer les relations entre les observations & différents
moments temporels.
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Définition 1.1.6 Le processus stationnaire (Y)iez est connu sous le nom de fonction d’auto-
covariance de Yy, ot la fonction v d’éfinie de 74 dans IR est définie par :

Vk,t € 7Z,v(k) = Cov(Yy, Yitk)-
Proposition 1.1.5 La fonction d’autocovariance a les propriétés suivantes :
(1) La fonction (k) est symétrique, i.e Vk € Z,v(k) = v(—k).
(i) 7(0) = 0.
(111) |v(k)| < ~(0), pour tout k € ZL.

Définition 1.1.7 soit (Y;)iem un processus stationnaire, on appelle fonction d’autocorrélation

(ACF) de Yy la fonction p définie de 7 dans IR par :

Vk € 7Z, p(k) = ZYS;

Proposition 1.1.6 La fonction d’autocorrélation a les propriétés suivantes :

(i) p(0) = 1.
(11) La fonction p(k) est symétrique, i.e Yk € 7Z, p(k) = p(—k).

L’autocorrélation partielle d’un processus (Y;)iczz mesure la liaison linéaire entre Y; et Y;_p
est noté par r(k) tel que :

r(k) = Corr(Yy, Yk /Yty oo, Yipa1)-

Le coefficient d’autocorrélation partielle d’ordre k d’un processus stationnaire et se calcule de la
maniére suivante :

[R(k)"|

T(]C) - )
[R(F)|

avec
1 PL -ev Pkl
1 _
R(k) = P.l . . Pk. 2 ’
Pe—1 Pk—2 ... 1

et R(k)* la matrice R(k) dans laquelle on a remplacé la colonne k par (p1po...px)¢ sont :

1 P1 p1
p1 1 P2
R(k)* = ) )
Pk—1  Pk—2 Pk
ainsi,
r(1) = p(1),
2) —p(1)?
r(2) = p(2) = p(1) , etc..
1—p(1)?



Remarque 1.1.5 L’autocovariance quantifie la variabilité conjointe entre les observations, I’au-
tocorrélation mesure la corrélation linéaire normalisée entre les observations a différents déca-
lages temporels, et autocorrélation partielle identifie les relations directes entre les observations
en excluant les effets des décalages intermédiaires. Ces trois fonctions sont essentielles pour ca-
ractériser la dépendance temporelle et la structure des processus stochastiques.

Le théoréme suivant, un pilier de la théorie des processus stochastiques, énonce la décompo-
sition d’un processus stochastique stationnaire en termes de ses fréquences constitutives a partir
d’un bruit blanc. Cette représentation permet d’analyser la structure de la série temporelle en
fonction de ses composantes fréquentielles. Le théoréme de Wold fournit ainsi un cadre général
pour représenter les processus stochastiques stationnaires.

Théoréme 1.1.1 (Théoréme de Wold) Considérons un processus stationnaire Yy. Il est tou-
jours possible de décomposer Yy en une composante déterministe vy et une composante stochastique
wy telle que :

Y = v + wy,

avec
+oo
wy = E Pi€t—j,
7=0

ot € est un bruit blanc, c-a-d un processus de moyenne nulle et variance constante et non
autocorrélé.

En plus d’étre stationnaire, il est nécessaire que le processus stochastique ait la propriété
d’ergodicité, pour que l'inférence puisse se réaliser d’une forme adéquate.

1.1.3 Processus Ergodiques

Le concept d’ergodicité sera examiné d’une forme intuitive. Lorsqu’il y a une forte corrélation
entre les valeurs d’une série temporelle éloignées dans le temps, c’est-a-dire Ry garde des valeurs
trés élevées pour un k assez grand, il arrive que lorsqu’on augmente la taille de I’échantillon, il
y a peu d’information nouvelle qui s’ajoute.

La conséquence de ce fait, est que, 'augmentation de la taille de ’échantillon n’aura pas
d’utilité, puisqu’il faudra calculer un nombre élevé d’autocovariances pour bien caractériser le
processus.

Proposition 1.1.7 Une condition nécessaire, mais pas suffisante de ’ergodicité est :
lim Ry = 0.
k—o0
Remarque 1.1.6 Lorsque la propriété d’ergodicité est vérifiée, on peut caractériser le processus

par ses moments de premier et de second ordre.

Pour évaluer la performance d’'un modéle prédictif, identifier les sources d’erreur et améliorer
la précision des prévisions dans divers domaines d’application, La définition de I'innovation d’un
processus stochastique Yz, dans la section suivante, permet de les quantifier et de les caractériser
tout en prenant en compte la variabilité des données. Cette approche est basée sur la maniére
dont les écarts entre les valeurs observées et les valeurs attendues sont mesurées et caractérisés.
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Définition 1.1.8 (Mesure de Kurtosis ) Le Kurtosis ou le coéfficient d’applatissement pour
un échantillon de taille T' s’écrit :

Pour T — oo,
K, -3

/24
T
Remarque 1.1.7 Le Kurtosis mesure le caractére pointu ou plat de la distribution de la série.
Le Kurtosis de la disribution normale est 3. Si le Kurtosis est superieur 6 3 (queue sépaisses),

la distribution est plutdt pointue (distribution leptokurtique) ; si le Kurtosis est inférieur ¢ 3, la
distribution est plutot plate (distribution est dite platikurtique).

— N(0,1).

Définition 1.1.9 (Mesure de Skewness) Le skewaness ou le coéfficient d’asymétrie pour un
échantillon de taille T' s’écrit :

Remarque 1.1.8 Le Skewness ou coéfficient d’asymétrie Sy donne une idée du manqgue de sy-
métrie d’une distribution d’une variable aléatoire.

o 51 S, =0, la distribution est dite symétrique & Uinstar de la loi normale.
o 51 S; >0, la distribution s’étale vers la droite et on a une asymétrie positive.

o 51 S, < 0, la distribution s’étale vers la gauche et on est en présence d’une asymétrie
négative.

Définition 1.1.10 (Hétéroscédasticité) L’ hétéroscédasticité est une caractéristique des séries
financiéres, elle représente le caractére non constant de la variance d’une série dans le temps.

Remarque 1.1.9 La notion d’hétéroscédasticité s’oppose a celle d’homoscédasticité, qui cor-
respond au cas ot la variance de l'erreur des variables est constante. Tandis que dans le cas
d’homoscédasticité, nous avons Var(e;) = 0%,Vi, nous avons désormais Var(e;) = o2, ot o?

peut étre différent de 032-, pour i % j.

11 est essentiel de se tourner vers les séries chronologiques pour analyser et modéliser les don-
nées qui évoluent dans le temps. Les séries chronologiques permettent d’étudier les dynamiques
temporelles, les tendances, et les cycles, offrant ainsi des outils puissants pour la prévision et
I’analyse des phénoménes qui dépendent du facteur temps.

1.2 Séries Chronologiques

Définition 1.2.1 Une série chronologique (ou temporelle), est une séquence de données ordon-
nées dans le temps, ot chaque observation est enregistrée a des intervalles réguliers ou irréquliers.
Les données dans une série chronologique peuvent étre collectées a différentes fréquences, comme
chaque minute, chaque jour, chaque mois, chaque année, etc.
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Les séries chronologiques sont caractérisées par :

1. Ordre temporel : Les observations dans une série chronologique sont organisées dans
un ordre temporel. Cela signifie que "ordre dans lequel les données sont enregistrées est
important, et que chaque observation est associée & un moment spécifique dans le temps.

2. Intervalles réguliers ou irréguliers : Les données dans une série chronologique peuvent
étre collectées a des intervalles réguliers (par exemple, chaque jour, chaque semaine) ou
a des intervalles irréguliers (par exemple, des moments spécifiques ol des événements se
produisent).

3. Composantes : Une série chronologique peut étre décomposée en différentes composantes
telles que la tendance, la saisonnalité, le cycle et le bruit. La tendance représente la
direction générale du mouvement des données au fil du temps, la saisonnalité se référe a
des variations cycliques qui se répétent a des intervalles réguliers, le cycle se référe & des
variations & plus long terme, tandis que le bruit représente l'irrégularité ou la variabilité
résiduelle dans les données.

4. Analyse et modélisation : Les séries chronologiques sont souvent analysées pour identi-
fier les tendances, les modéles saisonniers, les points de retournement et les comportements
anormaux. Elles peuvent étre modélisées a 'aide de techniques telles que les modéles
ARIMA (AutoRegressive Integrated Moving Average), les modeéles de lissage exponentiel,
les réseaux de neurones, etc.

5. Prévisions : L’une des principales utilisations des séries chronologiques est la prévision
des valeurs futures en se basant sur les tendances et les modéles identifiés dans les données
historiques.

Prenons par exemple, les données des ventes mensuelles d’'un produit au cours des cing
derniéres années :

Ventes

2020 2022 2024
Date

Source: VMentes Company

FiGURE 1.4 — Ventes Mensuelles d’un Produit

Le graphique résultant représente les ventes mensuelles au fil du temps, illustrant une série
temporelle typique. Cette visualisation peut démontrer des concepts tels que la tendance, la sai-
sonnalité et les fluctuations aléatoires dans les données temporelles. Dans cet exemple, les données
sont générées de maniére aléatoire pour simuler des ventes mensuelles réparties sur une période de
cing ans & partir de janvier 2019, avec des ventes influencées par une tendance linéaire croissante.
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Une fois que nous avons établi une compréhension des séries chronologiques et de leurs dy-
namiques, il devient essentiel d’introduire les outils nécessaires pour leur modélisation et leur
analyse en profondeur. Parmi ces outils, les opérateurs de retard jouent un role central, car ils
permettent de formaliser et de manipuler les relations temporelles au sein des séries, facilitant
ainsi 'identification des dépendances passées et la prévision future des données.

Définition 1.2.2 (L’opérateur retard) L’opérateur retard, noté L, est tel que :
LY; =Y.

Plus généralement, on a :
LY, =Y p.

On constate ainsi, que 'opérateur retard transforme une variable Y; en sa valeur passé.

Si on 'applique & une série Y;, alors,

Y)Y =Y, — 1Y — Yo — o — Yy,

Ainsi, on obtient le polynome retard (L) défini comme suit :

(L) =1 =1L —pgL? — .. — L7,

ol 1, ..., sont des coefficients.

Proposition 1.2.1 L’opérateur retard est linéaire et inversible. Son inverse L~' = E appelé
opérateur avance et est défini par,

EY; =Y.

Proposition 1.2.2 L’opérateur retard vérifie les propriétés suivantes :
(1) (750 L)Ye = X755 45V
(i) S5 W LY+ SE 6 LIY, = SE0 () + 6,)LIY) = 120 (4 + ) Y.
(i) X1 oL =TI el I

ot Pj, ¢; et c sont des coefficients.

La stationnarité est une propriété importante des séries chronologiques, influencant a la fois,
leur analyse et leur modélisation.

Définition 1.2.3 Une série chronologique est dite stationnaire, lorsque ses propriétés statis-
tiques, telles que la moyenne, la variance et la covariance, restent constantes au fil du temps.

Remarque 1.2.1 La fréquence de la non-stationnarité dans les séries chronologiques complique
leur analyse et leur modélisation. La méthode la plus répandue pour stationnariser une série
chronologique est celle de Boz-Jenkins, qui implique la différenciation de la série observée (Yy).
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Proposition 1.2.3 SiY; n’est pas stationnaire, alors Xy = V™Y, est stationnaire, tel que
VY=Y —Yi1.

Nous nous tournons désormais vers des modéles plus avancés pour analyser et prévoir ces
séries temporelles. Dans la section suivante, nous aborderons les modéles ARMA, ARIMA et
SARIMA, qui constituent des outils puissants pour la modélisation et la prédiction des séries
chronologiques.

1.3 Les processus ARMA, ARIMA et SARIMA

1.3.1 Définitions et Propriétés

Les processus ARMA font partie d’une famille trés large des processus stationnaires . Ils ont
principalement deux avantages :

1. Tls sont d’excellents outils de prévision.

2. On dispose des méthodes performantes pour estimer leur parameétres.

es processus sont composés des processus auto-régressifs AR(p) et de moyennes mobiles
("moving average") M A(q).

Commencons par définir les processus autorégressifs et examinons ensuite certaines de leurs
propriétés.

Définition 1.3.1 (Processus AR) Soit (€;),c5, un bruit blanc centré de variance o*. On ap-
pelle (Y:) un processus autorégressif d’ordre p, noté AR(p), si Vit :

Yi+arYioi 4+ +apYip =€
Définition 1.3.2 On définit son polyndme de retard par,
A(L)=1+a1L+asl*+ -+ a,LP.
Définition 1.3.3 On définit également son polyndme caractéristique par,
AN) =1+ aih+a\? + -+ ap)P.

Proposition 1.3.1 Les équations de récurrence linéaire qui régissent la fonction d’auto-covariance
et la fonction d’auto-corrélation partielle des processus autorégressifs fournissent des indications
essentielles sur la structure et le comportement de ces processus temporels.

1. Sa fonction d’auto-covariance satisfait l’équation de récurrence linéaire suivante :
v(k)+ary(k—1)+---+apy(k—p) =0, VEk>D0.
2. Sa fonction d’auto-corrélation partielle satisfait I’équation de récurrence linéaire suivante :

p(k) +aip(k—1)+---4+app(k —p) =0, Vk>D0.
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Remarque 1.3.1 On remarque que
v(k) =0, VK| >p.

Pour mieux comprendre ce modéle, on propose de visualiser la trajectoire, le corrélogramme et
le corrélogramme partiel du processus AR(2) :

Y; = —-0.8Y;—1 — 0.15Y; 2 + &

= _ P"'l"'l'r"'“'ltl

ACF

i

o

T,

Paral ACF

T T T
o 400 800 o s 1s = o s 15 25

Time Lag Lag

FIGURE 1.5 — AR(2)

Les graphiques fournissent une visualisation claire de ces caractéristiques, confirmant les pro-
priétés attendues d’un processus AR(2).

La trajectoire de la série temporelle montre une dépendance a court terme avec des retours
vers la moyenne. On observe des fluctuations aléatoires autour d’une moyenne, avec des varia-
tions qui semblent liées aux valeurs passées en raison de la structure AR(2).

L’ACF montre des corrélations significatives pour les premiers lags qui diminuent progressi-
vement vers zéro. Pour un AR(2), on s’attend a voir des corrélations significatives aux lags 1 et
2, avec une décroissance rapide des corrélations pour les lags plus élevés.

Le PACF montre des pics significatifs aux lags 1 et 2, confirmant la nature AR(2) du proces-
sus. Au-dela du lag 2, les valeurs de PACF devraient étre proches de zéro, ce qui indique que les
corrélations directes a l'ordre supérieur sont négligeables.

Abordons désormais la conceptualisation des processus de moyennes mobiles, en mettant en
évidence quelques-unes de leurs propriétés essentielles.

Définition 1.3.4 (Processus MA) Soit (€;),c,, un bruit blanc centré de variance o*. On ap-
pelle (Y:) un processus moyenne mobile d’ordre q, noté M A(q), si Vt :

Yi=e +breg—1+ -+ bgerp.
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Définition 1.3.5 On définit son polynéme de retard par :
B(L) =1+ b L+byL?*+ - +b,L%
On définit également, son polynéme caractéristique par :
B(A) =1+ biA+baA* + -+ b\,
Remarque 1.3.2 On remarque ainsi que
y(A) =0, VA >gq.

Pour mieux comprendre le modéle MA(1), nous allons examiner la trajectoire, le corrélo-
gramme (ACF) et le corrélogramme partiel (PACF) du processus suivant :

Y =€ +0.8¢,1

ATy corrélation corrélationpartielle

06

ACF

04

|

Partal ACF
0

—

E—
o ——
——
i

{2

- = ,LJL,LHL'JIL'J,,
T T T T T S T e e e e e e
o 1000 3000 o 10 Z0 30 o 10 Z0 30
Time Lag Lag

FIGURE 1.6 — MA(1)

Ces observations sont typiques pour un modeéle MA(1) et aident a identifier et & comprendre
les dépendances dans les séries temporelles modélisées par des processus de moyennes mobiles
puisque,

La trajectoire montre des fluctuations aléatoires avec une apparence de bruit mais avec une cer-
taine "lissage" du & la moyenne pondérée des erreurs passées.

L’ACF montre une forte corrélation au lag 1 (environ 0.8) et des corrélations proches de zéro
pour les lags supérieurs.

Le PACF montre une forte corrélation partielle au lag 1 et des corrélations partielles proches de
zéro pour les lags supérieurs.

Comme nous l'avons déja abordé, les processus ARM A(p, q) se construisent & partir de deux

composantes principales : les processus auto-régressifs AR(p) et les moyennes mobiles M A(q).
Leur définition est la suivante :
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Définition 1.3.6 (Processus ARMA) Soit (€;),cp, un bruit blanc centré de variance 0. On
appelle (Y;) un processus ARM A(p,q), si Vt :

Yi+arYi 1+ +apYp =€ +breg1+ -+ byerg.
Définition 1.3.7 On définit ses deux polyndmes de retards par :
A(L)=1+a1L+asl*+ -+ a,LP.
B(L) =1+4b1L+byL?+ -+ b,L%
Définition 1.3.8 On définit ses deux polyndmes caractéristiques par :
AN =1+ aih+a\? + -+ ap)P.
B(A) =1+ biA+ b\ 4 - 4 by AL

La trajectoire, Le corrélogramme et corrélogramme partiel d’un processus ARMA (1, 1), nous
met en evidence sur son comportement :

Y, =04Y 1+ 0861+ ¢

Autocorrélation Auvntocorrélation partiel

08

08

#F

04
|
Partal ACF
0 i
i !
e fre—
I —
—

T T T
o 400 800 o s 15 =2s o s 15 25

Time Lag Lag

Fiaure 1.7 - ARMA(1,1)

L’ACF montre une corrélation significative a lag 1, influencée par les termes AR et MA.
Pour les lags supérieurs, les corrélations devraient diminuer plus rapidement et de maniére plus
complexe qu'un simple AR(1) ou MA(1).

Le PACF montre une corrélation partielle significative a lag 1 en raison de la composante
AR. Les corrélations partielles pour des lags supérieurs devraient rapidement décroitre et étre
proches de zéro.

Examinons & présent briévement les définitions des processus ARIM A (pour "Autoregressive
Integrated Moving Average") et SARIM A (pour "Seasonal Integrated AutoRegressive Moving
Average").
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Définition 1.3.9 (Processus ARIMA) Soit A lopérateur de différenciation, i.e.
AY; =Y, — Y.
On appelle (Y) un processus ARIM A(p,d, q), si le processus :
X; =AY,

est un processus ARM A(p, q).

Remarque 1.3.3 Ces processus ARIM A(p,d,q) conviennent particuliérement bien aux séries
chronologiques qui ont une tendance polyndémiale de degré d — 1.

Mlustrons ces concepts avec un exemple concret en considérant un modeéle ARIMA(1,3,2).

8000

Valeurs
2000 4000 6000

0
|

-2000
l

Temps

FIGURE 1.8 — Trajectoire du modéle ARIMA(1,3,2)

L’analyse de la trajectoire, de la décomposition et des différenciations d’un processus ARIMA(1,3,2)
révéle la complexité et les composants structurels de ce modéle.

La trajectoire du processus ARIMA(1,3,2) montre les valeurs de la série temporelle au fil du
temps. En raison des trois différenciations, la trajectoire initiale peut apparaitre trés irréguliére
et volatile. Ce comportement est typique des séries qui nécessitent plusieurs différenciations pour
devenir stationnaires.

Nous passons & une étape courante pour préparer les données a la modélisation : la différencia-
tion. Cette transformation est essentielle pour rendre la série temporelle stationnaire, éliminant
ainsi les tendances et les cycles saisonniers, et la préparant ainsi & étre ajustée par un modéle
ARIMA.
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Série Temporelle Originale Premiére Différenciation Deuxiéme Différenciation Troisieme Différenciation

8000
I

600
1

G000
1

4000
1
400
L

Valeurs
Différences
Différences

i
D \"E%’EHDES

2000
1
200
I

]
1

-2000

F1GURE 1.9 — La différenciation du modéle ARIMA (1,3,2)

Les graphiques des différenciations montrent la progression vers la stationnarité. Chaque dif-
férenciation successive montre une série de plus en plus stationnaire.

Premiére différenciation : Réduit la tendance, rendant la série plus stationnaire.

Deuxiéme différenciation : Enléve davantage les effets de tendance et rend la série encore plus
stationnaire.

Troisiéme différenciation : Cette étape finale vise & éliminer toute tendance résiduelle, ren-
dant la série complétement stationnaire.

Une fois la stationnarité atteinte, nous pouvons ajuster un modéle ARIMA sur les données
différenciées et utiliser ce modéle pour des prévisions et des analyses plus robustes.

Il est important de noter, que le modéle ARIMA ne prend pas en compte les effets saisonniers
potentiels dans les données. Pour intégrer ces effets saisonniers, nous pouvons étendre le modéle
ARIMA & un modeéle SARIMA (Seasonal ARIMA), qui ajoute des composants saisonniers aux
termes autorégressifs, de différenciation et de moyenne mobile.

Définition 1.3.10 (Processus SARIMA) Soit Ap lopérateur définit de la facon suivante :
ApY; =Y, - Y, _p.
On appelle (Yy,) un processus SARIM A(p,d, D, q), si le processus :
X; = Ap o A%y,

est un processus ARMA(p,q) .

Remarque 1.3.4 Ces processus SARIM A(p,d, D, q) conviennent particuliérement bien auz sé-
ries chronologiques qui ont une tendance polyndmiale de degré d, et une période de longueur D.
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Pour mieux capturer les patterns périodiques dans les données,il est instructif de considérer
un exemple concret. Par exemple, un modéle SARIMA(L, 1, 1, 1)[12] peut étre utilisé pour
modéliser des données mensuelles avec une saisonnalité annuelle.

Valeurs

FIGURE 1.10 — Trajectoire du modéle SARIMA(1,1,1,1)

Le graphique de la trajectoire montre une série temporelle avec des fluctuations et une sai-
sonnalité apparente. La trajectoire n’est pas lisse, ce qui est attendu pour une série qui inclut
des composantes aléatoires et saisonniéres.

i

(hsenved
50

frend
4 001468 5
I |

seasona

random

DO OWoT2y

FIGURE 1.11 — Décomposition de la Série Temporelle.

La décomposition révéle trois composants distincts : La composante de tendance montre la
direction générale des données, ajustée pour les saisons et les irrégularités. Les motifs saison-
niers sont capturés et montrent des répétitions réguliéres sur la période de 12 mois. Les résidus
montrent les variations qui ne sont pas expliquées par la tendance ou la saisonnalité, représentant
le bruit dans les données.

On utilise anisi, la différenciation des séries temporelles, pour rendre les séries stationnaires
et supprimer les tendances et les composantes saisonniéres.
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Série Temporelle Simulée SARIMA(1,1,1)(1,1,1)[12] Premiére Différenciation

o

Valeurs
Valeurs
o]
I

FIGURE 1.12 — Différentiation de la série

Le graphique des données différenciées montre une série plus stationnaire, essentielle pour
I’analyse et la modélisation SARIMA. Les variations sont centrées autour de zéro, ce qui est une
indication de la stationnarité aprés différenciation.

Apres avoir défini les processus ARMA, ARIMA et SARIMA ainsi que leurs propriétés, nous
pouvons maintenant aborder la section suivante consacrée a l’estimation des modéles ARMA.

L’estimation théorique d’'un modéle ARM A implique l'identification des ordres du modéle,
I’estimation des paramétres et 1’évaluation de ’adéquation du modéle aux données observées,
suivie de sa validation et de son utilisation pour faire des prédictions sur de nouvelles données.

1.3.2 Estimation des parameétres

Par conséquent, en se référant a la notation précédente, (Y;) est considéré comme un processus
ARM A(p, q) si, pour tout ¢ :

Yi+a1Yy 1+ -+ apY p =€ +breg1+ -+ bgeryp.

On constate que plusieurs paramétres ont été mentionnés sans étre définis. Il s’agit spécifi-
quement des valeurs de :

> petq,

> ay,a2,...,0p et bl,bQ,...,bq,
L’estimation des paramétres p et ¢ se réalise en interprétant les graphes des fonctions d’auto-
corrélation et d’auto-corrélation partielle. Plus précisément, le graphe de la fonction d’auto-
corrélation révéle la valeur de ¢, tandis que le graphe de la fonction d’auto-corrélation partielle
détermine la valeur de p.
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Dans les graphiques de 'ACF (Fonction d’Auto-Corrélation) et du PACF (Fonction d’Auto-
Corrélation Partielle), les valeurs significatives qui dépassent les limites de I'intervalle de confiance
suggérent la présence de corrélations entre les observations & différents retards. Pour identifier
les valeurs de p et ¢q :

e Si ’ACF diminue progressivement jusqu’a devenir insignifiante aprés le retard ¢, cela in-
dique un processus de moyenne mobile d’ordre ¢q. Les retards au-dela de ¢ sont générale-
ment considérés comme non significatifs.

e Les corrélations significatives dans le PACF jusqu’au retard p suggérent un processus auto-
régressif d’ordre p. Les corrélations apres le retard p sont généralement considérées comme
non significatives.

En examinant ces graphiques, nous pouvons identifier les valeurs de p et ¢ en fonction des
retards ot les corrélations deviennent non significatives.

Pour illustrer ce processus, prenons un jeu de données fictives et examinons les graphes des
fonctions d’auto-corrélation et d’auto-corrélation partielle associés :

Exemple Exemple

10
06
1

08
L
04
L

06
L

ACF
04
I
Partial ACF
02

00

02
1
00

Ficure 1.13 — ACF et PACF d’un jeu de données fictives.

Dans cet exemple, on remarque que sur le graphe ACF, le retard & partir duquel les corré-
lations deviennent non significatives est 8, suggérant un ordre q de 8 pour la moyenne mobile.
De méme, d’aprés le graphe PACF, les corrélations significatives sont présentes jusqu’au retard
3, suggérant un ordre p de 3 pour le processus autorégressif.

Pour optimiser le modéle, il est envisageable de choisir des valeurs de p et ¢ inférieures a celles
initialement estimées, en utilisant des critéres comme ’AIC ou le BIC. Ces critéres simplifient
la comparaison des modéles obtenus et permettent de sélectionner celui qui présente le meilleur
compromis entre ajustement et complexité.
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Définition 1.3.11 (Critére d’Akaike ou AIC ) Le meilleur des modéles ARMA(p,q) est le
modéle qui minimise la statistique :

AIC(p,q) = Tlog <062) +2(p+q).

Définition 1.3.12 (Critére d’information bayésien ou BIC) Le meilleur des modeles ARMA((p,q)
est le modéle qui minimise la statistique :
2
-1 O¢
(p+aq) (Ug - 1)] :

Définition 1.3.13 (Critére de Schwarz (1978)) Le meilleur des modéles ARMA (p,q) est le
modeéle qui minimise la statistique :

SC(p,q) = Tlog (02) + (p+ a) log(T).

Définition 1.3.14 (Critére de Hannan-Quin (1979)) Le meilleur des modéles ARMA (p,q)
est le modéle qui minimise la statistique :

BIC(p,q) = Tlog (062) —(n—p+q)log [1 — p;—jq} + (p+q) log(T) +log

A1)

HQ(p,q) = log (03) + (p+ q)clog { >

Lorsqu’on a déterminé les ordres p et q, I'estimation du modéle ARMA implique aussi, I'uti-
lisation de méthodes statistiques pour estimer les parameétres du modéle, & savoir les coefficients
autorégressifs (a;) et les coefficients de la moyenne mobile (b;), ainsi que les termes d’erreur (e;).
Il sont estimés en ajustant le modéle aux données observées & 'aide de techniques d’estimation
telles que,

— Moindres Carrés Ordinaires.

— Maximum de Vraisemblance approché (Box et Jenkins [1970]).

— Maximum de Vraisemblance exacte (Newbold [1974], Harvey et Philips [1979], Harvey
[1981]).

En pratique, les logiciels statistiques ou les packages dédiés fournissent des fonctions pour
estimer les parameétres du modele ARMA & partir des données. Une fois les paramétres estimés,
le modéle peut étre utilisé pour faire des prédictions, analyser les données, ou effectuer des tests
statistiques pour évaluer sa pertinence et son adéquation aux données observées.

Une fois que les paramétres ont été estimés avec précision, on peut ensuite utiliser le mo-
dele ARMA pour faire des prévisions futures en appliquant les coefficients estimés aux données
récentes ou existantes.

1.3.3 Prévision

Lorsque on a identifié le processus étudié & un processus ARMA, on a appliqué différentes
transformations, il est nécessaire lors de la phase de prévision de prendre en compte la transfor-
mation retenue.
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On considére un processus ARM A(p, q) de la forme suivante :
Yi=aYi1+- -4+ apYi—p+e +bieg—1 + - 4 byer—q.

En appliquant le théoréeme de Wold et en considérant la forme M A(oo) correspondante :
o0
V=Y e wo=1.
§=0

La meilleure prévision que 1’on peut faire de Y;;1 compte tenu de toute I'information dispo-
nible jusqu’a la date Y, notée Y;(1), est donnée par :

oo
V(1) = E(Ye1 | Y, Vi1, -, Y0) = E(Yeqr | € €021, €0) = Y @j€ri1—
j=0
L’erreur de prédiction est alors de :

Yigr — Yi(1) = €141

Le procédé précédent peut étre généralisé a une prévision & un horizon h :
oo
Yi(h) = pjern-j; ao=1.
=0

d’erreur de prédiction :

h—1
Yeen = Ye(h) = 3 preein-.
j=0

Déterminons un intervalle de confiance sur la prévision Yt(h), sous I’hypothése de normalité
des résidus ¢ : R
Yien — Yi(h) L

R 1/2 —t—00 N(Oa 1)'
Var (Yeen = Yi(h))

Comme,
A ) h—1 2 Al
E{(Yt+h—Yt(h)) }:E > ietin-; =Y ¥joc,
j=0 J=0

on a alors, )
Yirr — Yi(k) L
h—1 o 1/2 o0 N(O7 1)7
Oe [ijo Spj}

on obtient 'intervalle de confiance suivant de niveau [ :

h_1 1/2 h_1 1/2
Yi(h) — =7 (Z so?) 6e; Yilk) + 27 (Z so?) .
=0

i=0

Prenons un exemple pratique de prévision des ventes mensuelles d’un produit en utilisant un
modéle ARMA.
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1.4 La notion d’espérance et de variance conditionnelles et non
conditionnelles

Pour introduire ces concepts, nous considérons un modeéle du taux d’intérét a court terme.
Nous adoptons ainsi un processus autorégressif AR(1) qui demeure stationnaire.
Yi=p+a1Y_1+€,00 € ~ BB(O,O’2).
Dans cette équation, Y; représente la valeur du taux d’intérét a 'instant .

e Nous voulons prévoir Y;y1 en utilisant ’espérance non conditionnelle, on procéde comme
suit :
Yiv1 = p+a1¥y + e,
E(Yi1) = p+ a1 E(Y;) + E(€41),

La moyenne d’une série stationnaire étant constante, ’espérance non conditionnelle per-
met de calculer des prévisions & long terme d’une variable, correspondant & sa moyenne
a long terme. Ainsi, on peut écrire :

E(Yi1) = p+ a1 E(Y;) puisque E(e) = E(et41) = 0, Vt.

Il en résulte que,

E(Yi41) = 1 o

e Notre attention se porte désormais sur la prévision & court terme de Y. L’espérance
conditionnelle nous fournit alors une estimation supérieure a I’espérance non condition-
nelle. En effet, 'espérance conditionnelle intégre toute l'information disponible jusqu’au
temps t, supposant que toutes les variables sont connues et figées jusqu’a cet instant.
Ainsi, nous pouvons formuler :

Ei(Yi1) = p+ a1 Ey(Yy) + Ei(er41) = p+ arYs

Y, est en effet connu au temps ¢ et n’est donc pas aléatoire.

Par ailleurs e;y1 est inconnu a la période t. Son espérance conditionnelle est donc nulle.

Pour introduire les notions de variances conditionnelle et non conditionnelle, nous au recourons
au processus autorégressif suivant :

Vi = a1Yi—1 + €, ot ¢ ~ BB(0, 02).

Nous supposons également que Y est une série stationnaire.

e En se basant sur les calculs précédents, nous pouvons exprimer la variance conditionnelle
de la maniére suivante :

Vary(Y:) = By[Y; — E/(Y})]? = o2
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e Pour calculer la variance non conditionnelle, nous recourons a 1’équation qui relie Y; au
décalage de l'innovation. Pour établir cette relation, nous exprimons l’équation de Y;
comme suit :

Y;(l — alL) = €¢,

ot L désigne l'opérateur de retard.
En multipliant les deux cotés de cette expression par (1 — L)™', on obtient :

}/t = (1 — alL)_let;
En utilisant une propriété bien connue de 'opérateur de retard, on a :
Y, = e +are—1+aje_a+ -+ alep, p— 0.
La variance non conditionnelle est donc égale & :

Var(Y;) = oc*(1+ a3 +af +--).

L’expression entre parenthéses est une progression géométrique de raison a?.

La variance non conditionnelle de Y; se simplifie donc comme suit :

0.2

Var(Yy) = ——
1—a?

La variance non conditionnelle est donc différente de la variance conditionnelle.

Remarque 1.4.1 Dans un modéle ARMA, 'espérance conditionnelle 4 un temps donné est la
moyenne prédite de la série, compte tenu des observations passées. Cela signifie que la prévision
de la prochaine valeur dépend des valeurs précédentes de la série. L’espérance non conditionnelle,
c’est la moyenne a4 long terme de la série, indépendante des valeurs spécifiques observées. Pour
un processus ARMA stationnaire, cette moyenne est constante.

La variance conditionnelle est la variance des erreurs de prévision a un moment donné, basée
sur les informations passées. Dans un modéle ARMA, cette variance est constante et indépendante
du temps. La variance totale de la série, qui est également constante dans un processus ARMA
stationnaire.

Les concepts d’espérance et de variance conditionnelles et non conditionnelles sont essen-
tiels pour comprendre la dynamique des séries chronologiques modélisées par ARMA, ARCH
et GARCH. Les modéles ARMA se concentrent principalement sur l'espérance conditionnelle,
tandis que les modéles ARCH et GARCH se spécialisent dans la modélisation de la variance
conditionnelle pour capturer la volatilité changeante des séries financiéres.

Les modéles ARMA sont efficaces pour capturer les dépendances linéaires dans les séries tem-
porelles, mais ils ne prennent pas en compte la volatilité conditionnelle souvent observée dans
les données financiéres. Pour modéliser cette volatilité hétéroscédastique, nous introduisons les
modéles ARCH et GARCH, qui permettent de saisir les variations dynamiques de la variance au
fil du temps.
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CHAPITRE 2

FONDEMENTS THEORIQUES DES MODELES ARCH/GARCH

Ce chapitre explore les fondements théoriques des modéles ARCH et GARCH, essentiels pour
comprendre et modéliser la volatilité des séries temporelles financiéres. Nous commencons par
une introduction aux modéles ARMA, qui traitent des dépendances linéaires sans prendre en
compte la variation de la volatilité. Ensuite, nous approfondissons les modéles ARCH, qui in-
troduisent la notion de variance conditionnelle en fonction des erreurs passées. Ce concept est
ensuite étendu aux modéles GARCH, qui ajoutent une dimension de persistance a la volatilité,
permettant une modélisation plus réaliste des données financiéres, ou la volatilité est non seule-
ment regroupée (clusterisée) mais également persistante.

La volatilité, en tant que notion statistique, mesure la variabilité instantanée d’une série tem-
porelle. Dans le domaine de la finance, elle est considérée comme un indicateur clé du risque. Les
modeéles ARCH et GARCH sont donc des outils précieux pour les analystes et les gestionnaires
de risques, car ils fournissent une compréhension plus nuancée et dynamique des fluctuations du
marché.

Diverses sources ont été consultées pour enrichir le contenu de ce chapitre, parmi lesquelles
figurent : [3][4],[9],[11],[14],[16].

2.1 Le modéle ARCH
2.1.1 Le Modéle ARCH(1)

Définition 2.1.1 Un modéle Y; est dit autoregressif conditionnellement hétéroscédastique d’ordre
1 qu’on note par ARCH (1), s%l admet l’écriture suivante :

Y: = €0y, (2.1)

telle que,
O'? = 7o + 7T1Yt2,1,

et ¢ est un bruit blanc faible ; E(e;) =0 et E(e?) = o2 et m9 > 0,71 > 0.
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Remarque 2.1.1 En général, les €, sont des variables aléatoires indépendantes, centrées et ré-
duites, qui swivent la méme distribution. La variable of est définie par mo+m Y2, et dépend des
mformations contenues dans les valeurs passées de Y. Ainsi,

Fior =0{Yi1, Y2, ... Yij, .}

est un ensemble d’information déterministe et positive.

Le processus Y; se caractérise par ’absence d’autocorrélation et par une variance condition-
nelle qui évolue au fil du temps en fonction de ’ampleur des innovations précédentes. Cela permet
d’obtenir des résultats intéressants, tels que :

Proposition 2.1.1 Lorsqu’un processus Yy est conforme a une représentation ARCH (1), alors
Y;? est conforme a une représentation AR(1), telle que ,

Y7 =mo +mYZ e, (2.2)
oty = Y2 — oF vérifiant E(ny/Fi—1) = 0 est un processus d’innovation pour Y2.

Remarque 2.1.2 Le processus Yt2 est reconnu comme étant stationnaire au second ordre, G
condition que | w1 |< 1.

En se basant sur ces différentes expressions, il est possible de déduire plusieurs propriétés qui
pourront étre généralisées aux processus ARCH (p).

Proposition 2.1.2 Le processus Y; qui correspond & une représentation ARCH (1), tel que défini
par Uéquation 2.1, est une différence de martingale homoscédastique :

o

E(Y;/Fi-1) =0, Var(V;) =

1—m
Remarque 2.1.3 On peut noter que pour tout n > 1, E(Y;/Fi—n) = 0.

La caractéristique suivante est essentielle pour les processus ARCH, qui se caractérisent par
une variance conditionnelle du processus Y; évoluant dans le temps.

Proposition 2.1.3 La variance conditionnelle du processus Yy, qui suit une représentation ARCH(1)
comme définie par l’équation (2.1), varie dans le temps et démontre que,

n
1— 7

1—m

vt , Var(Y/Fi—n) =m0 ( ) + Y2,
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Preuve.

Sachant que E(Y;/F;_n) = 0 alors, Var(Y;/Fi—n) = E(Y?2/Fin).

Considérons le processus Y,? défini par I'équation (2.2) ot 7 est un bruit blanc faible. Par
itération successive, on a :

VE=mo(l4+m+m+ .+ al) 0+ mnem1 + ez + o+ T 0 ne) LY

En considérant ’espérance conditionnelle de chaque terme, il vient que :

-1
) 4+ 3 B/ Fin) + MY 0 Ficn).

B(Y?/Fion) =m0
0

1—nf 5
j

Compte tenu de la définition du bruit blanc n;, on a E(n—;/Fi—n) = 0Vj =0,...,n — 1 et

de la définition : E(Y2, /F;—n) = Y;2,,, nous obtenons ainsi la formule :

1-— 71-111 ny 2
Var(Yy/Fi—n) = mo 1 +m'Y,—,, vt

Remarque 2.1.4 A mesure que n tend vers linfini, les variances conditionnelles convergent
vers la variance non conditionnelle. Par suite, Vmg > 0 et 0 < 7,

Var(Y;) = nlLrgOVar(}Q/ft_n)

Proposition 2.1.4 L’équation 2.1 indique que les auto-covariances conditionnelles du processus
Y; sont nulles;
Cov(Yi,Yips/Fi—n) =0, Vn, s > 1.

Ainsi, Yy est un processus qui, conditionnellement o Fi—,,, est un processus sans mémoire.

Preuve.

Considérons la covariance conditionnelle entre Y; et Y s :

Cov(Yy, Yoo/ Fion) = E{[YiYiys — E(Y/Fin) EYiys/Firn)l/Fin}
= E(ViYis/Fin)
= E[EMYiis/Frys—1)/Fin]
= EViE(Yirs/Firs1)/Fin] = E(Y: X 0/Ft ) = 0.
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Proposition 2.1.5 Dans le cadre du processus Yz,

(1) Le moment conditionnel centré d’ordre 4 vérifie,
E(Y))Fio1) = 3(mo + mY )%
(ii) Le moment non conditionnel centré d’ordre 4 du processus Y;, lorsque 372 < 1, est,

3md(1+ 1)

B = (1—3r)(1—m)

Par conséquent, la Kurtosis non conditionnelle de processus ARCH (1) est :

E(Y) _3(1—ni)
E(Y?)?  (1-37)

Ky, = > 3.

Preuve.

1. On rappelle que, si une variable centrée Y suit une loi gaussienne,
E(Y*Y) =3(Var(Y?)) = 3(E(Y?)%
Ainsi, le moment conditionnel centré d’ordre 4 du processus Y; vérifie,
E(Y{/Fim1) = 3E(Y? [ Fim1)? = 3(mo + mY2 )%

2. Lorsque, 377 < 1, le moment non conditionnelle centré d’ordre 4 du processus Y; est
donné par,

E(Y) = EIEY{/F1)]
= E[3(7T0+7le;§2_1)2]

= 3[773 + W%E(Y?—ﬂ + 27TO7T1E(Y;2—1)}

= 3
—m

2
T T
WS+W%E(}Q4_1)+21 071 ]

371'0(1 + 7'('1)
(1-372)(1—m)

3. Par conséquent, la définition de le kurtosis non conditionnelle du processus ARCH (1) est

donnée par :
E(Y) 1—nf
K, = =3 > 3.
" BE2? O \1- 3]
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Proposition 2.1.6 Le moment non conditionnel centré d’ordre 3 de processus ARCH (1) est
obtenu par :

B(Y) = EIEYRYi1Yis )]
= E[E(6?U?/Kf—17n—2v"‘)]
= E[U?E(et:g/y%—hn—?v"')]

= Elo} x0]=0.
Alors, le Skewness associée au processus ARCH (1) est égale a :

E(Y?)
E(Y?)?

Toutes ces propriétés peuvent étre généralisées au cas d’'un processus ARCH (p).

Pour comprendre les propriétés du modele ARCH(1), on simule le modéle en R.

1. En visualisant la trajectoire du processus Y, généré a partir du modeéle ARCH(1) avec
les paramétres donnés :

Valeurs

T T T T T J
O 200 400 00 800 1000

Temps

FIGURE 2.1 — Le modéle ARCH(1)

La série temporelle générée par le modele ARCH(1) montre des périodes de faible et de
forte volatilité, ce qui est caractéristique des modéles ARCH. Les valeurs fluctuent autour
de la moyenne avec des périodes calmes et turbulentes.

36



2. La courbe dans la figure 2.2, représente I’évolution de la variance conditionnelle du pro-
cessus ARCH(1) au fil du temps. Cette variance conditionnelle est calculée & partir des
valeurs passées du processus et des paramétres du modéle, selon la formule spécifique de

PARCH(1).

Volatilité

0.5

T T T T [ J
O 200 400 600 800 1000

Temps
FIGURE 2.2 — La Volatilité conditionnelle du modele ARCH(1)

La volatilité conditionnelle change au fil du temps, reflétant les changements dans l'in-
certitude des données. Les pics de volatilité montrent que des niveaux élevés de volatilité

peuvent persister pendant plusieurs périodes.

Remarque 2.1.5 Les parameétres du modéle ARCH(1), tels que my et w1, influencent la forme
de la variance conditionnelle. En ajustant ces parameétres, on peut observer comment la volatilité
conditionnelle du processus réagit et évolue au fil du temps.

2.1.2 Le modéle ARCH(p)
Définition 2.1.2 Un processus Yy satisfait une représentation ARCH (p) si :

Y, = oy

avec
P
2 2
oy =mo + E Y, ;.

=1

et ¢ désigne un bruit blanc faible ; E(e;) =0 et var(e) = 02, m9 > 0 et m; > 0.

Dans ce type de processus, nous observons deux propriétés fondamentales précédemment évo-
quées : la propriété de différence de martingale (ou bruit blanc faible), ou 'espérance condition-
nelle des observations futures, conditionnée a l'information passée, est nulle (FE(Y;/Fi—1) = 0),
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et la propriété de variance conditionnelle variable dans le temps. Cela se manifeste par le fait
que :

p
Var(Yi/Fi-1) = af =7+ ZWZY?_Z

i=1

Afin de mieux comprendre ce modéle, on peut essayer de simuler des processus ARCH(p) :

Bruit Blanc ARCH(1)

bruit blanc
-3 1
Bliiel
garch
-0 005
Liil

1 1T T 1 1 T 1 T T 1
0 200 400 600 800 02010 20230701

Index Time
ARCH(2) ARCH(4)

garch
0010
L1 Bl
garch
0015
Lillll

I D D T T T
202001 20230701 20220101 20230701

Time Time
FIGURE 2.3 — Simulation des processus ARCH(p).

On peut constater que plus le nombre de paramétres du modéle est élevé, plus la volatilité
est persistante. Plus précisément, ’ordre p du modéle détermine la durée de la persistence du
choc. Ainsi, en augmentant le nombre de paramétres, on accentue le phénoméne de "cluster".

2.1.3 Le modéle ARCH(p) avec erreur

Désormais, nous ne considérons plus directement un processus ARCH pour modéliser la série
financiére, mais plutét le résidu d’'un modéle linéaire. Prenons ’exemple d’un modéle linéaire
autorégressif avec des résidus de type ARCH(p).

Définition 2.1.3 Considérons un modéle linéaire autorégressif de la forme suivante :

Y, = E(Y:/Fi_1) + Zi.
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ot Zy est un bruit blanc faible, tel que E(Z;) =0 et E(Z;Z,) =0 sin # t.
Supposons que ce résidu admet une représentation de type ARCH(p) :
Zt — €40¢.

avec

p
2 § 2
=1

Ainsi, nous disposons d’un modeéle qui capture a la fois I’évolution de 'espérance conditionnelle
et de la variance conditionnelle du processus Y; au fil du temps. Un exemple courant est celui
d’un processus de type AR(1) avec une erreur de type ARCH(1).
Yi=0+7Yi1+ Zy, 7| < 1.
Zt = Gt(ﬂ'o + 7T1Zt2_1).
Dans ce contexte, les résidus respecteront les propriétés principales examinées précédemment.

> Le processus Z; est orthogonale aux valeurs passées :
E(Z/Fi—n) =0, ¥n > 1.

> La variance conditionnelle dépendant du temps, car

1—nf
Var(Zi/Fi—n) = o <1 — 7:1) + 'z,
Var(Zy) = o
1—m

> Les auto-covariances conditionnelles sont nulles :
Cov(Zy, Zys| Fien) =0, Yn,s > 1.
> Sous I’hypothése 372 < 1, la distribution des résidus est leptokurtique, car :

3(1 — )

K,=>— "1
(1 —37%)

> 3.

De plus, plusieurs conclusions peuvent étre déduites concernant le processus Y; lui-méme.

Premiérement, nous pouvons montrer que I’espérance conditionnelle de Y; satisfait :

EYi/Fi—n) = 0+7EYi—1/Fi—n)
_ 5(1_” )+W"Ytn.

1—m

De maniére similaire, nous pouvons démontrer que la variance conditionnelle de Y; dépend du
temps. En effet, elle dépend du processus Z7 ,, comme suit.
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Proposition 2.1.7 La variance conditionnelle du processus AR(1) avec erreur ARCH(1), Y}

s’éerit :
) 177.‘.271 ﬂ.niﬂ.Qn 71'”—71'2”

Var(Yy/Fin) = -m | = | Zin

ar(Y/Fe—n) <1_ﬂ_1> [(1—772> 7T1<7r1—772> +m<771—7r2 t—n

Par conséquent, la variance de l’erreur de prévision o [’horizon 1 peut étre exprimée comme suit :

Var(Yy/Fi1) =6 + mZ2 .

Remarque 2.1.6 Pour prédire le processus Y; avec un modéle ARCH(1), Uerreur de prévision
a un horizon d’une période présente une variance
Var(Y;/F,—1) qui varie dans le temps en fonction de la valeur de Z}_.

Aprés avoir défini les modéles ARCH(1) et ARCH(p) et abordé les erreurs potentielles dans
leur spécification, nous passons maintenant a ’estimation des paramétres du modéle ARCH(p)
afin de comprendre et de quantifier la dynamique de la volatilité dans nos données.

2.1.4 Estimation des paramétres du modéle ARCH

L’estimateur des parameétres de modeéle ARCH se base trés souvent sur la maximisation de
la fonction de vraisemblance. Cette méthode est plus complexe mais elle est plus robuste et plus
efficace, en particulier pour les modéles non linéaires comme les modéles ARCH. Cette approche
repose sur I’hypothése que Y; est conditionnellement gaussien.

Pour commencer, nous nous appuyons sur la présentation de Gourieroux [15].
Soit un modéle tel que :

E(Xt/]:t—hY;t) = mt(ft—h Y:, 9) = mt(Q)-

Var(Xy/Fi—1,Yr) = o4(Fi—1,Y:,0) = 01;2(9>~

On note 6 ensemble des paramétres intervenant & la fois dans 'expression de la moyenne
conditionnelle et de la variance conditionnelle. La plupart des modéles ARCH que nous verrons
peuvent étre représentés sous cette forme.

Ensuite, La vraisemblance associée & Y; conditionnellement au passé F;_1 est donc :

o (_ (9 mnw))?) |

1
onV 21T

et dépend du vecteur § = (mg, 71, ..., mp)" & travers oy,.

La fonction de vraisemblance de (y1,y2, ..., yn) conditionnelle est par conséquent,

T
L(ylay27 "'7yT79) = H L<yn/Fn—1a9)

n=1
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L’estimateur est alors défini comme le vecteur 67 = (7, 71, ..., 7p)" qui maximise le loga-
rithme de cette fonction vraisemblance,

éT = arg max log L7 (y1,y2, ..., yr, 0).

Remarque 2.1.7 En pratique, la méthode de mazimum de vraisemblance est souvent préférée
pour estimer les parameétres du modéle ARCH. Elle est implémentée dans de nombreuz logiciels
statistiques et financiers, et elle permet d’obtenir des estimations robustes et efficaces des para-
meétres du modéle.

Bien que le modele ARCH permette de modéliser efficacement la volatilité conditionnelle en
fonction des chocs passés, il présente des limitations en termes de mémoire des chocs anciens.
Pour pallier cette limitation et capturer plus fidélement la persistance de la volatilité dans les
séries temporelles financiéres, nous introduisons le modéle GARCH, qui intégre non seulement
les chocs passés, mais aussi la variance conditionnelle précédente.

2.2 Le modéle GARCH

2.2.1 Le Modéle GARCH(1,1)

Définition 2.2.1 On dit qu’une série chronologique Yy suit un modéle GARCH(1,1) si elle vérifie
les relations suivantes :
Y: = €0y

avec
2 2 2
o =mo+mYe<, +dopq,

et € désigne un bruit blanc faible; E(e;) =0 et Var(e,) =02 et mog >0, m >0, §; > 0.

Proposition 2.2.1 Comme E(Y:) =0 et Cov(Y:Ys) = 0 alors,

B(Y) = Bléo})
= BE(&o}/F)
= Blo}B(}/F)
= B(o}0)

= 0.

Done, le Skweness de processus GARCH(1,1) est nulle.
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En outre,

E(Y}') = E[EY/Fi1)
= 3F [E ((ﬂo + 7T1Y;52_1 =+ 5103—1)2/}}*1)}
= 3F [(71'0 + 7T1Yt2_1 + 510}2—1)2}

= 3(md 4 2mo(m1 + 01)E(Y2 ) + (m1 4+ 0 E(Y2Y))

27T0(7T1 + (51)

- 3 £molm 7 01)
<7T0+ 1—(7T1+51)

+(m+ BBV

3n¢(L+m +61)
(1 — T — 51)(1 - 371'% —5% - 27’[’1(51)7

Par conséquent, si 3w} + 2m181 + 63 < 1, la kurtosis existe, conformément d

o _ B0
E(Y?)?
o 37T(2](1—|—7T1+(51) (1—7T1—(51)2
(L= —61)(1 = 37f — 02 — 2m101) i
1— 2
= 3 (m+a) g

1—(m+49)?—2n7

Afin de bien comprendre ce modéle, on le visualise dans la simulation suivante :

3
|

2
|

Valeurs

2 -1
|

3

T T T T T J
O 200 400 600 800 1000

Temps

FI1GURE 2.4 — La série temporelle générée par GARCH
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La série temporelle générée par le modele GARCH(1,1) montre des périodes de faible et de
forte volatilité, ce qui est caractéristique des modéles GARCH. Les valeurs fluctuent autour de
la moyenne avec des périodes calmes et turbulentes, reflétant les propriétés observées dans les
séries temporelles financiéres.

Comme le graphique (2.5) , montre I’évolution de la variance conditionnelle o7 sur la période
simulée. La volatilité conditionnelle change au fil du temps, reflétant les changements dans I’in-
certitude des données. Les pics de volatilité montrent que des niveaux élevés de volatilité peuvent
persister pendant plusieurs périodes.

Volatilité
10 12 14 16

0.8
|

T T T T J J
O 200 400 600 800 1000

Temps
FIGURE 2.5 — la variance conditionnelle(GARCH)

Pour mieux capturer les dynamiques complexes de la volatilité dans les séries temporelles. 11
suffit de passer du modéle GARCH(1,1) au modéle GARCH(p,q), qui revient & élargir la structure
en intégrant plusieurs termes auto-régressifs et de moyenne mobile.

2.2.2 Le modéle GARCH(p,q)
Définition 2.2.2 Un processus Yy satisfait une représentation GARCH(p,q) si :
Y: = €0t

avec

p q
2 2 2
of =m0+ Y mYZ;+ Y djoi,
i=1 =1

et € désigne un bruit blanc faible ; E(e;) = 0 et Var(e) = o2 et mo >0, m > 0 pouri =1,2,...,p
et d; > 0 pour j =1,2,...,q.

Théoréme 2.2.1 Le modéle GARCH(p,q) est également, stationnaire au second ordre si :
P q
Z ™ + Z (5j < 1.
i=1 j=1
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Remarque 2.2.1 Dans le cas ou ['inégalité est saturée, c’est & dire que :

on dira alors, que le processus GARCH est intégré et on parlera de processus IGARCH.

Proposition 2.2.2 Si (Y;)iez est un processus GARCH(p,q), alors (Y;)? est un processus ARMA(M,q)
avec M = mazx(p,q).

Preuve.

On peut par inversion, exprimer le processus Y;? sous la forme d'un processus ARMA défini
dans une innovation 7 = Y2 — o2. En introduisant cette notation dans I’expression de

p q
2 2 2
oy =To + E Y+ § :6j0-t7j7

i=1 j=1

il vient que :

P q
ol +Y? = mo+ ZWZYE,Z + Z(Sjaf,j + Y2

i=1 j=1
p q q q
= mo+ Y mYPi+ Y Sior YR &Y =D 6V
i=1 j=1 j=1 j=1
p q
= mo+ Y mYPi+ Y Y7, — Zé — o7 ;) + Y2
i=1 j=1

D’ou il découle que

VR = m+2m+6mz+n — o7 — 2517%3
=1

mazx(p,q)
SV = m+ Z (i + 8:) Y2 + e — Zéjm—j~

Avec la convention m; =0, si ¢ > ¢q et §; = 0 si, ¢ > p. Les 7 forment un bruit blanc.
Donc, (Y;) est un ARMA(M,q).

Apres avoir considéré le modéle GARCH(p,q) standard, nous nous tournons maintenant vers

une version du modele GARCH(p,q) qui intégre explicitement les erreurs afin de mieux refléter
les variations observées dans les données.
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2.2.3 Le modéle GARCH(p,q) avec erreur

On considére un modéle autorégressif représenté par 1’équation suivante :
Yy = E(Yi/Fi1) + Zi,

ol Z; est un bruit blanc faible, vérifiant F(Z;) = 0 et E(Z;Z,) = 0 si n # t, et satisfaisant
la condition de différence de martingale E(Z;/F;—1) = 0, Nous supposons également que le
processus Z; peut s’écrire sous la forme suivante :

Zy = €0y,

ou € est un bruit blanc faible, avec :

p q
2 _ 2 2
of =70+ E :WiZt—z‘ + E :5j0t—ja

i=1 j=1

et mo >0, m >0pouri=1,2,...,pet 6; >0 pour j =1,2,...,¢q afin de garantir la positivité de
2

o;.

Apres avoir défini les modeles GARCH(1,1) et GARCH(p,q) et examiné les erreurs poten-
tielles liées & leur spécification, nous allons maintenant nous concentrer sur l'estimation des
paramétres du modeéle GARCH(p,q) pour mieux saisir les comportements dynamiques de la vo-
latilité dans nos données.

2.2.4 Estimation des paramétres du modéle GARCH

L’estimation du modéle ARMA par maximum de vraisemblance est plus complexe que pour
un modéle autorégressif simple, car le processus d’innovations n’est pas observé directement. Un
probléme similaire se pose lors de I'estimation des modéles GARCH, ou la fonction de vraisem-
blance pour Y; conditionnellement au passé F;_1 est donnée par :

— my 2
L(y:/Fi—1;0) = Jt\l/%el,p(_(yt 20?(0)) )

Cependant, dans ce cas, la variance o? dépend des variances conditionnelles passées telles
que o2 4, ..., at{qqui ne sont pas observables directement. Pour surmonter cela, on procéde & une
estimation itérative des variances o2, ..., o7 | avant de calculer la vraisemblance. Avec un vecteur

[¢]

de paramétres fixé 0 = (75, ..., ), 03, -+ 5;)t la variance estimée est calculée récursivement par :

p q
~2 __ _o© o, 2 042
0y = T +Z7Til/t—i+25j0t—ja
i=1 j=1

en supposant que Y; = 0 et 012 =0 pour ¢z <0.
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La fonction de vraisemblance est alors reformulée comme :

(ye — mu(9))?

L/ Fi1;0) = ——exp(— )

B at\/ 27 28152
et la vraisemblance totale sur tous les temps est :
T
Lr(y1,y2, - yr,0) = [[ Lye/Fi-130).
t=1

Cette fonction de vraisemblance est évaluée pour différentes valeurs du vecteur 0 et sa maximi-
sation fournit 'estimation de maximum de vraisemblance.

2.3 Prévision des Modéles ARCH et GARCH

2.3.1 Prévision ARCH(1) et ARCH(p)

La prévision théorique des modéles ARCH(1) et ARCH(p) est basée sur la récursion de la
variance conditionnelle. Pour ARCH(1), la formule est :

thH =T + 71 -5?.
Pour ARCH(p), la formule devient :
p
Ut2+1 =T+ Zﬂi A
i=1

ol 07, est la variance conditionnelle au temps ¢ 4+ 1, m est le terme constant, 7; sont les
coefficients ARCH, et €2 est le résidu au temps t.

2.3.2 Prévision GARCH(1,1)

Pour fournir une prévision théorique en utilisant un modéle GARCH, notamment un modéle
GARCH(1,1), nous devons comprendre comment il utilise les informations sur la volatilité passée
pour prédire la volatilité future. Le modele GARCH(1,1) est fréquemment utilisé en économétrie
financiére pour modéliser la volatilité des rendements financiers, car il capture a la fois les éclats
de volatilité et les regroupements de volatilité (volatility clustering).

Le modele GARCH(1,1) peut étre défini par les équations suivantes :

Yi=p+e

ou Y; est la valeur de la série temporelle & V'instant ¢, u est la moyenne constante, et ¢; est le
terme d’erreur.
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02 =g+ meEr_ | + 6107,

ot 02 est la variance conditionnelle de ¢, mg > 0, 71,07 > 0 sont des paramétres du modéle, et
les conditions de stationnarité et de positivité sont remplies si m + 61 < 1.

Prédire la variance conditionnelle pour un horizon futur est cruciale pour la gestion du risque
et la prise de décision en finance. Pour ce faire avec le modéle GARCH(1,1), on procéde comme
suit :

e Prévision de la variance & un pas de temps(t + 1) :
6t2+1 = g + m1€2 + 0107

Ici, €2 est I'innovation ou le choc de volatilité observé au temps t, et 7 est la variance
conditionnelle estimée au temps t basée sur 'information disponible jusqu’au temps t.

Pour des prévisions a plusieurs pas de temps, les calculs deviennent itératifs en supposant
que les valeurs futures des chocs de volatilité (erreurs) sont nulles, ce qui refléte 'hypothese
d’une meilleure estimation en moyenne :

e Prévision pour t + 2 et au-dela :
62o = mo + (M1 + 01)674
et ainsi de suite, en utilisant la formule récursive,
Grrp =m0 + (T1 4 61)67 11
jusqu’a ce que leffet des chocs précédents se dissipe progressivement, convergent vers une

variance a long terme :
2 7o

7= 1—(7T1+51)

pour m + 61 < 1.

Remarque 2.3.1 Les prévisions de variance conditionnelle issues du modéle GARCH sont es-
sentielles pour la tarification des options, la gestion du risque, et d’autres applications financiéres
qui nécessitent une estimation précise de la volatilité future. Elles permettent d’ajuster dynami-
quement les stratégies en fonction des prévisions de risque.

2.3.3 Prévision GARCH(p,q)

La généralisation du modéle GARCH(1,1) & un modele GARCH(p,q) permet d’incorporer
plus d’informations historiques a la fois sur les erreurs et les variances conditionnelles passées.

Le modele GARCH(p,q) est spécifié comme suit :

Yi=p+e;

47



ol Y; est la valeur observée, u est la moyenne constante du processus, et ¢; est le terme d’erreur qui

est supposé étre distribué normalement avec une moyenne de zéro et une variance conditionnelle
2

o;.

q P
2 2 2
o =mp + E Ti€p_; + g 0j01_
i=1 j=1

otl 07 est la variance conditionnelle du terme d’erreur €;, mo est un terme constant positif, et
m; et d; sont les parametres du modele qui mesurent respectivement 'impact des erreurs pas-
sées et des variances passées. Les conditions de stationnarité et de positivité sont généralement

Pour prévoir la variance conditionnelle & I’aide d’un modéle GARCH(p,q), on suit une ap-
proche itérative en estimant les parameétres du modéle et en utilisant les résidus pour mettre a
jour la variance conditionnelle & chaque pas de temps.

D’abord, estimer les parameétres 7o, 7;, 0; & partir de données historiques, souvent en utilisant la
méthode de maximum de vraisemblance.

e Prédiction & un pas de temps (t + 1) :

q P
~2 2 52
Opy1 =To + Zﬂﬁtﬂﬂ' + Zéjat+1—j7
i=1 j=1

N 2 2 : )
ou les valeurs de €, ,_, et o ;_; sont celles connues jusqu’au temps ¢.

e Prédiction a plusieurs pas de temps : La prédiction de la variance conditionnelle pour des
horizons plus lointains se base sur ’approximation que les futurs chocs de volatilité (e?)
sont inconnus et souvent supposés étre égaux a la variance conditionnelle la plus récente
ou & la moyenne de long terme. Les équations deviennent itératives et dépendent de la
capacité du modéle & "oublier" les chocs anciens :

min(k—1,q) min(k—1,p)
A2 ) 2 . 2
Otk =70+ Y M€ |+ > Gty |
i=1 Jj=1

. . . q . p . . . .
Si le processus est stationnaire (37 ; m + > =1 d; < 1), la variance conditionnelle converge
vers une variance a long terme qui peut étre calculée comme :

ot = o
long-term — 7 _ S m— Z?:l 5;

Remarque 2.3.2 Les prévisions issues d’un modele GARCH(p,q) sont utilisées dans de nom-
breur domaines financiers tels que la tarification des options, la gestion du risque de marché, et
Uallocation d’actifs. Elles permettent aux traders et aur gestionnaires de risque de se préparer et
de répondre efficacement aux variations attendues de la volatilité des marchés.
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CHAPITRE 3

APPLICATION DES MODELES ARCH ET GARCH SUR DES SERIES
FINANCIERES

Dans ce chapitre, nous appliquons les modéles ARCH et GARCH pour analyser la volatilité
de deux séries temporelles financiéres distinctes : I'indice CAC40 et le prix de ’action Apple. Ces
modéles sont particuliérement utiles pour modéliser et prévoir la volatilité des séries temporelles
financiéres, souvent marquées par des périodes de volatilité variable. Pour réaliser ce travail, nous
avons utilisé la version 4.2.1 du logiciel R.

Des sources précieuses ont grandement contribué & 1’élaboration de ce chapitre, parmi les-
quelles on cite [12], [15], [17], [19], [20], [22], [26].

3.1 Application a I’indice CAC40

3.1.1 Présentation des Données

L’indice CAC 40 est I'indice boursier principal de la Bourse de Paris, composé des 40 plus
importantes sociétés cotées sur Euronext Paris. Créé en 1987 avec une base de 1 000 points, il est
utilisé comme baromeétre de la performance économique francaise et comme référence pour les
investisseurs nationaux et internationaux. Sa composition est réguliérement révisée pour refléter
les changements dans les sociétés cotées, assurant ainsi sa pertinence en tant qu’indicateur du
marché boursier francais.

Pour obtenir des données sur l'indice CAC 40, plusieurs sources sont disponibles : sites web
financiers comme Bloomberg ou Yahoo Finance, courtiers en ligne, API financiéres telles qu’Alpha
Vantage, bases de données financieéres comme Thomson Reuters Eikon, et sources d’actualités
financiéres comme CNBC. Il est important de vérifier la fiabilité et la qualité des données avant
de les utiliser.
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3.1.2 Analyse exploratoire des données

La présentation des données du CAC 40 est essentielle pour comprendre les dynamiques du
marché boursier francais. Pour cela, on récupére ’historique du cours boursier du CAC 40 depuis
Yahoo Finance, qui consiste en un historique mensuel des cours & 'ouverture, entre janvier 2014
et janvier 2024.

Les graphiques sont des outils puissants pour la visualisation des données du CAC 40. Ils
permettent une compréhension rapide et intuitive des tendances du marché, des performances
des entreprises et des dynamiques sectorielles. Ces visualisations sont cruciales pour les investis-
seurs, les analystes et les décideurs économiques.

7000

Prix de Cléture ﬁ_\Justé

s000

4000

2014 2016 2018 2020 zo22 2024
Date

FIGURE 3.1 — Evolution du CAC 40 (2014-2024).

Ce graphique montre ’évolution du prix de cléture ajusté du CAC 40 de 2014 a 2024. On
peut observer les tendances & long terme, ainsi que les périodes de volatilité accrue, telles que
les crises économiques ou les événements majeurs du marché.

Pour évaluer la stationnarité des données de 'indice CAC 40, nous pouvons commencer par

tracer le graphe de sa fonction d’autocovariance. La fonction d’autocovariance mesure la cova-
riance entre les observations & différents retards.
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ACF

FIGURE 3.2 — Fonction d’Auto-Corrélation (ACF) des prix de cloture du CAC 40.

Des pics significatifs indiquent une corrélation temporelle importante, ce qui est crucial pour
modéliser les séries temporelles.On constate que les variables sont liées entre elles, i.e. les données
ne semblent pas étre stationnaires.

On confirme cette hypothése a 'aide d’un test de Dickey-Fuller.Voici les résultats :
> print(adf test prices)
Augmented Dickey-Fuller Test

data: adjusted close
Dickey-Fuller = -3.176, Lag order = 13, p-value = 0.0%203
alternative hypothesis: stationary

FIGURE 3.3 — Test de Dickey-Fuller Augmenté (ADF)

Dans ce cas, avec une valeur p de 0.09203, qui est supérieure a 0.05, on ne peut pas rejeter
I’hypothése nulle de non-stationnarité au niveau de signification de 5%. Cela suggere que la série
temporelle des prix ajustés du CAC 40 n’est probablement pas stationnaire.

Pour mieux analyser la dynamique de la série temporelle et potentiellement obtenir une série
stationnaire, nous pouvons calculer les rendements logistiques des prix. Ces rendements, souvent
utilisés en finance, peuvent offrir des insights supplémentaires et sont généralement plus suscep-
tibles de présenter une stationnarité.

Prixy — Prizi_q
Tt =

})Ti$t71

Nous pouvons désormais examiner leur comportement a travers une représentation graphique.
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FIGURE 3.4 — Les rendements du CAC 40.

Le graphique des rendements logistiques des prix ajustés du CAC 40 révéle des caractéris-
tiques de stationnarité et de volatilité typiques des données financiéres, fournissant une base
solide pour des analyses financiéres plus avancées et la modélisation des séries temporelles.

Il est pertinent de procéder & un test statistique pour confirmer la stationnarité des rende-
ments. Le test de Kwiatkowski-Phillips-Schmidt-Shin (KPSS) est particuliérement adapté pour
cette tache, car il permet de tester I’hypothése nulle de stationnarité contre ’alternative de non-
stationnarité.

Voyons maintenant les résultats du test KPSS pour une évaluation plus rigoureuse de la sta-
tionnarité des rendements logistiques.

> summary (kps=2 test)

EE s d s et s s st

# EPS5 Unit Root Te=t #
FEREREREAAAA RS AAES

Test i= of type: mu with 8 lags.

Value of test-statistic is: 0.0225

Critical wvalue for a significance lewvel of:

l0pct Spet 2.5pet lpet
critical wvalues=s 0.347 0.463 0.574 0.738

FIGURE 3.5 — Test "KPSS".

La valeur p de 0.1 indique que nous ne rejetons pas 'hypothése nulle de stationnarité au ni-
veau de signification de 5% (ou 1%), ce qui suggére que les rendements logarithmiques semblent
étre stationnaires au niveau de signification de 10%. Cette stationnarité est essentielle pour ap-
pliquer des modeles ARIMA ou GARCH, qui requiérent une série temporelle stationnaire pour
des prévisions précises et fiables.
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> cat ("Test de Shapiro-Wilk pour la normalité:%yn™)
Test de Shapiro-Wilk pour la normalité:
> print (shapiro test)

Shapiro—-Wilk normality test
data: as.numeric (returns)

W= 0.83141, p-value < 2.2e-14&

F1GURE 3.6 — Test de normalité avec le test de Shapiro-Wilk

Puisque la p-value est beaucoup plus petite que 0,05, nous rejetons I’hypothése nulle. Cela
signifie que, malgré une valeur W de 0.931, les données ne suivent pas une distribution normale.
L’extréme petitesse de la p-value indique une forte déviation par rapport & la normalité, malgré
une statistique W relativement élevée.

Maintenant que nous avons confirmé la stationnarité des rendements logistiques du CAC 40,
nous pouvons procéder a 1’étape suivante de notre analyse en tracant les rendements centrés.
Cette étape est essentielle pour modéliser les rendements & ’aide de modéles ARCH et GARCH,

qui sont couramment utilisés pour modéliser la volatilité hétéroscédastique dans les séries tem-
porelles financiéres.

0.015 0.015
0.010 0.010

0.005 0.005

janv. 03 2014 janv. 04 2016 janv. 02 2018 janv. 02 2020 janv. 03 2022 janv. 02 2024

FIGURE 3.7 — Les Rendements Centrés du CAC 40

Le graphique des rendements centrés du CAC 40 confirme visuellement la stationnarité de la
série temporelle et met en évidence les variations de volatilité au fil du temps, fournissant ainsi
une base solide pour 'application de modéles de prévision tels que ARIMA ou GARCH.
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> cat ("Test d'indéependance (Box-—Pierce) :\n™)
Test d'indépendance (Box—Pierce):
> print (box_test)
Box-Lijung test
data: returns centered

X—=squared = 17.677, df = 10, p-value = 0.0&680&87

F1GURE 3.8 — Test d’indépendance avec "Box.test".

Le test de Box-Pierce appliqué aux résidus des rendements centrés du CAC 40 donne un
p-value de 0.06067, ce qui indique une légére indication de dépendance dans les résidus, mais
cette conclusion n’est pas statistiquement significative & un niveau de confiance de 95%.

3.1.3 Modélisation de la Volatilité avec les Modéles ARCH et GARCH

Utilisons & nouveau le jeu de données des carrés des rendements centrés du CAC 40.

0.0186 0.016
0.010 0.010

0.008 0.008
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FIGURE 3.9 — Les Carrés des Rendements Centrés du CAC 40.

Modélisation avec ARCH

Pour déterminer 'ordre p du modéle ARCH, on utilise le critere AIC du modéle AR appliqué
au carré des rendements centrés du CAC 40.
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FIGURE 3.10 — Le tableau des valeurs "AIC".

L’AIC est un critére de sélection de modéle qui mesure la qualité d’'un modeéle par rapport
a un autre, prenant en compte le compromis entre la précision du modéle et sa complexité. Un
AIC plus petit indique un meilleur ajustement du modéle.

Par conséquent,

T12TR

» cat("La valeur optinale de p qui minimise 1'AIC est :", optinal p, "\n"|
La valeur optimale de p qui minimise 1'AIC est : 9

F1GURE 3.11 — La valeur optimale de p

L’ordre p qui minimise le critére "AIC" est obtenu pour p = 9. On utilise donc le modéle
ARCH(9) pour nos rendements centrés.

Pour modéliser la volatilité conditionnelle des rendements du CAC 40, nous procédons a la
spécification d’'un modeéle ARCH(9), qui permet de capturer la dynamique des variations de la
volatilité au fil du temps.

alpra7 0.000011
alpha8 0.067857
alprag 0.082009

.ooa7s Nyblom stability test
. 57830
.87130 Joint Statistic: 2.5808

GARCH Model Fit

Individual Statistics:
Loglikelihood = 15132.4 ma 0.33988
Conditional Variance Dynamics 5 cmcan. O
Infczmation Critexia alphal 0
GARCH Model : =SGARCH(9,0) e
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s e At o cosoon Welghted Liung-Box Test on Standardized Residuals ot .202
omega  ©.000000 9.000000 o B E T . .
i 0 oadaes e g 2 Asymprovic Criical Values (103 5% 1%)
i Ay & Lag(1l Jo tatistic: 2.49 2.75 3.2
ies b oras o fo Lag (2= (pra) (4 11 2] Individual Statistic: 0.35 0.47 0.75
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cmega 0 0.s083s 4-°-F 1
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alpha? 0.245851 0iga1as MoiabtediARCE e e inriem By
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FIGURE 3.12 — La spécification d’un modele ARCH(9)
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On procéde a I'ajustement d’un modéle ARCH(9) afin de capturer les dynamiques de volatilité
conditionnelle présentes dans les séries temporelles financiéres.

> fit
statistic p-value t-value prob sig
Lag[1] 5.719e-05 0.8940 Sign Bias 1.429 1.532e-01
GARCH Model Fit # Lag[2* (p+q) +(p+a)-1] [2] 9.650e-01 0.5087 Negative Sign Bias 5.866 5.055e-09 *¥
Lag[4* (p+q)+(p+a)-11[5] 1.826e+00 0.6600 Positive Sign Bias  5.328 1.079e-07 ***
d.o.f=0 Joint Effect 66.681 2.191e-14 ww¥
Conditional Variance Dynamics H0 : No serial correlation
GARCH Model : SGARCH(1,0) Weighted Ljung-Box Test on Standardized Squared Residuals  Adjusted Pearson Goodness—of-Fit Test:
Mean Model : ARFIMA(0,0,0)
Distribution : norm statistic p-value group statistic p-value(g-1)
Lag[1] 2.964 0.002753 1 " u28 7570 0
Optimal Parameters (pra)+(pra)-1]1 2] £.003 0.00350% 2 30 10811 0
Lag[4* (p+q)+(p+a)-1]1[5]  11.769 0.003203 3 40 13354 0
Estimate Std. Error t value Pr(>|t]) d.o.f=1 4 50 16804 0
m 0.000000  0.000008 0.00 1
omega  0.005008  0.000040 124.71 0  Weighted ARCH IM Tests
alphal 0.140555  0.001120 125.51 0 Elapsed time : 3.542971
Statistic Shape Scale P-Value
Robust Standard Errors: 1 -000 0.7817
Estimate Std. Error t value Pr(>|t]) 141 1. .611 0.5368
m 0.000000 7.2481 0.000000 1.00000 81 2.222 1.500 0.1366
omega  0.005009 36.4252 0.000138 0.99989

alphal 0.140555 1015.5199 0.000138 0.9998% Nyblom stability cest

LogLikelihood : -20454.08 Joint Statistic: 5.6841
Individual Statistics:

Informacion Criteria m 0.3872

omega  0.3264

alphal 0.3865

Rkaike

Bayes Asymptotic Critical Values (10% 5% 1%)

Shibata Joint Statistic: 0.846 1.01 1.35
Individual Statistic: 0.35 0.47 0.75

Hannan-Quinn 31.585

FIGURE 3.13 — "Ajustement du Modéle ARCH(9) pour les Rendements du CAC 40

Le modéle ajusté pour les rendements du CAC 40 montre que :

e Les paramétres omega et alphal sont trés significatifs.

e Les tests Ljung-Box sur les résidus standardisés ne montrent pas de corrélation sérielle
significative.

e Les tests sur les résidus au carré montrent une hétéroscedasticité résiduelle significative.

e Les tests ARCH LM ne montrent pas d’effet ARCH résiduel significatif.

e Le modéle présente des biais de signe significatifs, indiquant des asymeétries dans les résidus.

e Le test de Goodness-of-Fit de Pearson indique un bon ajustement du modéle.

Par conséquent, le modéle est bien ajusté aux données des rendements du CAC 40, bien que
des asymétries et des hétéroscedasticités résiduelles soient présentes.

Pour capturer la dynamique de la volatilité conditionnelle des rendements du CAC 40 de
maniére plus flexible, nous procédons a la spécification d’'un modéle GARCH, qui permet de
modéligser a la fois les effets ARCH et les effets GARCH dans les variations de la volatilité au fil
du temps.
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Modélisation avec GARCH

Commencgons par les valaurs de maximum de vraissemblance du carré des rendements centrés
du cac40 afin de déterminer la valeur de p et de q.

» oat("Loy maximm de vzeisemblance des carzss des rendemencs centres:”, log likelinood, "p"
Log maximm d= vreisemblence des carres des rendemencs cencras: -3034.83

FIGURE 3.14 — Log maximum de vraisemblance des carrés des rendements centrés

Le logarithme du maximum de vraisemblance des carrés des rendements centrés du CAC 40
est de -3054.83, indiquant un ajustement du modeéle aux données observées.

Ensuite, on a la spécification d’un modéle GARCH.

GARCH Model sEHRCH {1, 1)
Variance Targecing FAIL.SE

Mean Model : BRFIMO (O, 0O, O)
ITnclude Mean = TRIOE
CARCH-—-Iin—M=am : FAILSE

Conditcional Discribucion

Distribucion = =td
ITmocludes Skew = FAT.S5E
Includes Shape = TRIOE
ITncludes Lambda = FAT.SE

FI1GURE 3.15 — Spécification du modéle GARCH

Le modéle GARCH(1,1) avec une moyenne constante et une distribution t-Student est efficace
pour modéliser les rendements du CAC 40, capturant la forte volatilité et les queues épaisses
tout en restant simple.

3.1.4 Prévision de la volatilité

Le graphique 3.16 montre ’évolution de la volatilité estimée du CAC 40 sur une période
spécifique de janvier 2014.
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FIGURE 3.16 — Prévisions de la Volatilité du CAC 40

La volatilité semble suivre un comportement erratique avec des cycles de hausse et de baisse
sur une courte période. Ceci est typique des séries temporelles financiéres, ot des périodes de
haute et de basse volatilité se succédent fréquemment.

Le modeéle GARCH(1,1) appliqué aux rendements normalisés du CAC 40 permet de capturer
les dynamiques de volatilité observées. La volatilité estimée montre des variations importantes
sur une courte période, illustrant la nature changeante et imprévisible des marchés financiers.
Ces estimations de volatilité sont essentiels pour 'analyse du risque et la prise de décision en
finance.

3.1.5 Performance des Modéles ARCH et GARCH

Les modeéles ARCH (Autoregressive Conditional Heteroskedasticity) et GARCH (Generalized
Autoregressive Conditional Heteroskedasticity) appliqués aux rendements du CAC40 fournissent
des informations essentielles sur la volatilité conditionnelle des marchés financiers. Ces modéles
permettent de capturer la dépendance temporelle de la volatilité, offrant des implications impor-
tantes pour les investisseurs et les gestionnaires de portefeuille.

Le modéle ARCH met en évidence la sensibilité de la volatilité actuelle aux chocs passés,
en modélisant la variance conditionnelle en fonction des carrés des résidus passés. En revanche,
le modéle GARCH étend ce concept en ajoutant la notion de persistance de la volatilité, en
incorporant également les variances passées dans la modélisation. Les coefficients estimés, tels
que a1 (qui mesure I'impact des chocs passés) et 51 (qui mesure la persistance de la volatilité),
fournissent des informations précieuses sur la dynamique des marchés.

Par exemple, une estimation élevée de «y indiquerait que les chocs passés ont un impact
significatif sur la volatilité future, tandis qu’'une estimation élevée de 1 suggérerait une forte
persistance de la volatilité. Ces résultats sont cruciaux pour la gestion du risque et la prise de
décisions d’investissement. Les investisseurs peuvent utiliser ces modéles pour évaluer et prévoir
la volatilité future, ajustant ainsi leurs stratégies de trading et leurs allocations d’actifs pour
atténuer les risques de perte.
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Cependant, il est important de reconnaitre les limitations des modéles ARCH et GARCH. Par
exemple, leur supposition de distribution normale des résidus peut ne pas capturer adéquatement
les queues épaisses observées dans les rendements financiers. Pour améliorer la modélisation de la
volatilité et mieux capturer la dynamique des marchés financiers, des extensions plus complexes,
telles que les modéles GARCH avec distributions asymétriques ou les modeéles FIGARCH (Frac-
tionally Integrated GARCH), peuvent étre explorées.

3.2 Application a Apple Inc.

3.2.1 Présentation des Données

Apple Inc. est une entreprise emblématique de la technologie, fondée en 1976 par Steve Jobs,
Steve Wozniak et Ronald Wayne. Basée & Cupertino, en Californie, elle est connue pour ses pro-
duits électroniques grand public comme I’iPhone, I’iPad et le Mac, ainsi que pour ses logiciels et
services tels que 108, macOS et Apple Music. L’entreprise se distingue par son design élégant,
son innovation technologique et son écosystéme intégré. Apple a également un impact social et
environnemental significatif, avec des engagements en matiére de responsabilité sociale et d’en-
vironnement.

Les informations sur Apple Inc. proviennent de diverses sources telles que les rapports finan-
ciers annuels et trimestriels publiés par ’entreprise, les sites d’actualités financiéres et technolo-
giques, les agences de notation et les analyses des analystes financiers. Ces sources fournissent
des détails sur les performances économiques, les revenus, les bénéfices, les parts de marché, ainsi
que sur les développements et les événements liés & Apple. Les données disponibles couvrent
généralement plusieurs années, permettant une analyse a long terme de ’entreprise.

3.2.2 Analyse de I’Action Apple

Dans cette analyse, nous allons récupérer les données historiques de l'action Apple (AAPL)
de janvier 2014 a janvier 2024 & partir de Yahoo Finance, puis nous allons les visualiser & ’aide
d’un graphique pour mieux comprendre ’évolution de cette action au fil du temps.

59



Prix de Cldture Ajusté

2014 2018 zo1s zozo 2022 2024
Date

FIGURE 3.17 — Evolution de l’action Apple (2014-2024).

Le graphique offre un apercu visuel de la performance historique de l'action d’Apple. La
tendance générale du prix est observable, ainsi que les périodes de volatilité ou de stabilité. Cela
permet aux investisseurs et aux analystes de mieux comprendre le comportement du marché et
d’identifier des opportunités d’investissement potentielles en fonction des tendances et des mo-
déles observés dans les données historiques des prix de I'action d’Apple.

Maintenant, pour analyser plus en détail la structure temporelle des prix historiques de
Paction d’Apple, nous examinons la fonction d’autocorrélation (ACF).

ACF

FiGURE 3.18 — L’ACF des prix de cloture de ’action APPLE

L’analyse de ’ACF suggére qu’il existe une certaine dépendance temporelle dans les prix
historiques de 'action d’Apple, mais aucune structure saisonniére claire n’est observée, ce qui
peut étre utile pour la modélisation et les prévisions futures de la série temporelle. Par ailleurs,
I’observation de la corrélation entre les variables suggére que les données ne semblent pas étre
stationnaires, une hypothése confirmée a 'aide du test de Dickey-Fuller.
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> print {adf test prices)
Bugmented Dickey-Fuller Test

data: apple data
Dickey-Fuller = -2,1%938, Lag order = 13, p-value = 0.4963
alternative hypothesis: stationary

FIGURE 3.19 — Le test de Dickey-Fuller augmenté sur les prix de cléture

Le test de Dickey-Fuller augmenté (ADF) appliqué aux données d’Apple indique une sta-
tistique de test de -2.1938, un ordre de retard de 13 et une valeur p de 0.4963. Ces résultats
suggérent une non-rejet de I’hypothése nulle de non-stationnarité des données d’Apple au niveau
de signification de 5%. Cela signifie qu’il existe des indications de non-stationnarité dans les don-
nées, ce qui peut nécessiter des techniques supplémentaires pour les rendre stationnaires avant
I’analyse ou la modélisation.

Puisque le test de Dickey-Fuller n’a pas pu rejeter 'hypothése nulle de non-stationnarité des
données d’Apple, nous allons maintenant nous concentrer sur les rendements de ces données.
Les rendements, calculés & partir des prix historiques de 'action d’Apple, nous permettront
d’analyser les variations relatives des prix au fil du temps, ce qui est essentiel pour étudier les
performances de I’action.

Nous allons procéder au calcul des rendements et ensuite les visualiser pour mieux com-
prendre leur comportement.

0.05

Rendements Logarthmiques

-0.05

FIGURE 3.20 — Rendements de l'action Apple (2014-2024).

La visualisation des rendements de 'action d’Apple, met en évidence, qu’il n’y a aucune ten-
dance visible, ce qui laisse supposer qu’il n’y a pas de tendance. Les fluctuations des rendements
montrent une volatilité notable des prix de 'action (Variabilité significative). Les événements clés,
tels que les annonces de résultats trimestriels, influent de maniére notable sur les rendements
(Impact des événements majeurs). Des périodes de corrélations temporaires entre les rendements
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indiquent des cycles sur le marché (Corrélations temporaires)

Il est important de déterminer si les rendements de I'action d’Apple sont stationnaires. Pour
ce faire, nous pouvons utiliser le test de KPSS.

> print (kpss_result)
KPSS Teat for Level Stationarity

data: log returns
KPSS Level = 0.058935, Truncation lag parameter = 8, p-value = 0.1

FIGURE 3.21 — Le test "KPSS" sur les rendements

Le résultat du test "KPSS" pour la stationnarité des rendements de ’action d’Apple montre
une statistique de test KPSS de 0.059935 et une valeur p de 0.1. Avec une valeur p supérieure
a 0.05 (ou a tout autre niveau de significativité choisi), nous ne pouvons pas rejeter 'hypotheése
nulle selon laquelle les rendements sont stationnaires. Cela suggére que les rendements de 1’action
d’Apple sont stationnaires au niveau de signification de 10%.

Par le Test de Box.test on confirme 'indépendance des résidus,

» cat("Résultats du test Box.test pour l'indépendance des résidus :\n")
Résultats du test Box.test pour 1'indépendance des résidusz :
> print (box_test)
Box-Ljung test
data: residuals

X-=squared = 76.56, df = 10, p-value = 2,363e-12

FIGURE 3.22 — Test Box.test pour 'indépendance des résidus

Vérifie 'indépendance des résidus du modéle. Si la p-value est élevée (généralement > 0.05),
on ne rejette pas 'hypothése nulle d’indépendance des résidus. Par conséquent, les résidus sont
indépendants.

Le Test de Shapiro-Wilk verifie la normalité des résidus,
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> cat ("Résultats du test Shapiro-Wilk pour la normalité des résidus :\n"
Rézultats du test Shapiro-Wilk pour la normalité des résidus :
» print (shapiro test

Shapiro-Wilk normality test

data: residuals
W = 0.93844, p-value < 2.2e-16

FI1GURE 3.23 — Test Shapiro-Wilk pour la normalité des résidus

Si la p-value est élevée (généralement > 0.05), on ne rejette pas ’hypothése nulle de normalité
des résidus. Ainsi, le résultat confirme la non normalité des résidus .

Maintenant que nous avons confirmé que les rendements de 'action d’Apple sont station-
naires, nous pouvons procéder au calcul des rendements centrés. Les rendements centrés sont
obtenus en soustrayant la moyenne des rendements de chaque période, ce qui permet de mettre
en évidence les variations par rapport a la tendance moyenne. Ces rendements centrés offrent une
base plus solide pour modéliser et analyser les données financiéres, car ils éliminent la tendance
a long terme et mettent en évidence les fluctuations a court terme.
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Rendements cenfrés
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FicURE 3.24 — Les Rendements centrés de ’action Apple
La visualisation des rendements centrés de ’action d’Apple offre un apercu clair des varia-
tions par rapport 4 la tendance moyenne :

— Les rendements centrés éliminent la tendance a long terme des données, mettant en évi-
dence les variations a court terme par rapport & la moyenne.

— Les rendements centrés oscillent autour de zéro, ce qui indique qu’ils sont bien centrés
par rapport & leur moyenne.

— Les variations positives et négatives des rendements centrés reflétent la volatilité relative
de l'action d’Apple sur la période considérée.
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— Des événements significatifs dans I’histoire de I’entreprise peuvent étre associés a des pics
ou des creux dans les rendements centrés, soulignant leur impact sur la performance de
I’action.

3.2.3 Modélisation de la Volatilité avec les Modéles ARCH et GARCH

Prenons & nouveau du jeu de données sur I’Action Apple.

005

Rendements centrés
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FIGURE 3.25 — Les carrées des rendements centrés de I'action Apple

Ce graphique montre les rendements centrés aprés soustraction de la moyenne. Il permet
d’observer si la série est centrée autour de zéro, ce qui est souvent une étape avant 'application
de modéles de séries temporelles.

Modélisation avec ARCH

On utilise le critére AIC du modéle AR pour calculer 'ordre p du modéle ARCH, en appli-
quant le carré des rendements centrés de I’Action Apple.
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FIGURE 3.26 — le tableau des valeurs AIC

Ce tableau montre les valeurs AIC (Akaike Information Criterion) pour différents ordres (p)
de modeéles AR ajustés aux carrés des rendements centrés. Il aide & sélectionner le meilleur mo-
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déle en fonction de I’AIC le plus bas.

=T

» cat("La valeur optimale de p qui minimise 1'AIC est :", optimal p, "\n")
La valeur optimale de p qui minimise 1'AIC est : 10

FIGURE 3.27 — la valeur optimale de p

Donc, la valeur optimale est p = 10.

Pour modéliser la volatilité conditionnelle des rendements de ’action Apple, nous procédons
a la spécification d’un modéle ARCH(10), qui permet de capturer la dynamique des variations
de la volatilité au fil du temps.

> summary (arch model)

Title:
GARCH Modelling

Call:
garchFit (formumla = ~garch(l, 0), data = returns_ts, trace = FALSE)

Mean and Variance Eguation:

data ~ garch(l, O)
<enwvironment: Ox000000bE0147e3bO0>
[data = returns_ts=]

Conditional Distribution:
norm

Coefficient (=)

L omega alphal
—z.75z29=-1% 1.0327=—04 3.2258=—-01
Std. Errors:

based on Hessian

Error Analysis:

Estimate Std. Error t walue Pr(>ltl)
T —2 _753e=-19 2 _1s84e—-04 o.000 1
omega 1.033e—04 3.2957=—-06 ze.101 < Ze-—16 =xw
alphal S.226=—01 S.252=—02 8.163 2.22=—16 **%
Signif. codes: O vewwr T [0 1o Ot o 2 T 1 S, Ll s [0 s 1= S S0 gl 1 oo L i [

Log Likelihood:
TE2E0Z2Z .64 normalized: 3.045527

FIGURE 3.28 — Ajustement du modeéle ARCH(10)

Modélisation avec GARCH

Commencgons par les valaurs de maximum de vraissemblance du carré des rendements centrés
du l'action Apple afin de déterminer la valeur de p et de q.

> cat("Log de la vraisemblance maximale:", log likelihood, "\n")
Log de la vraisemblance maximale: 16699.41

FIGURE 3.29 — Log maximum de vraisemblance des carrés des rendements centrés

Le logarithme du maximum de vraisemblance des carrés des rendements centrés du l’action
Apple est de 16699.41, indiquant un ajustement du modeéle aux données observées.
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Ensuite, on a la spécification d’un modéle GARCH.

SAaRCH Model sEHRCH {1, 1)
Variance Targetcing FOI.SE

Mean Modesl : ARFIMA (O, O, O)
TITnclude Mean = TRIOE
GARCH—In—M=eamn : FAIL.SE

Conditctional Discribucion

Distribucion = std
Tmcludes Skew 5 FAT.SE
Includes Shape = TRUOE
TITncludes Lambda = FAT.SE

F1GURE 3.30 — Spécification du modéle GARCH

Le modele GARCH(1,1) avec une moyenne constante et une distribution t-Student modélise
efficacement les rendements des actions Apple, capturant la forte volatilité et les queues épaisses,
tout en restant simple grace & ’absence d’asymétrie et de transformations supplémentaires.

3.2.4 Prévisions
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FIGURE 3.31 — Prévisions de la Volatilité
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Ici, on affiche la prévision de la volatilité future anticipée par le modeéle sur une période de
10 jours. Utile pour comprendre la dynamique future de la volatilité.

3.2.5 Performance des Modéles ARCH et GARCH

Les résultats de 'estimation des modéles ARCH et GARCH sur les rendements de ’action
Apple ont plusieurs implications importantes pour la gestion des risques, les décisions d’investis-
sement et la compréhension de la dynamique du marché financier.

Premiérement, la réactivité modérée et la forte persistance de la volatilité, telles que révélées
par les parameétres du modéle GARCH, indiquent que les rendements de I'action Apple sont in-
fluencés par les chocs passés et que les périodes de haute volatilité ont tendance & persister. Cette
information est cruciale pour la gestion des risques, car elle suggére que les périodes de volatilité
accrue peuvent nécessiter une réévaluation des stratégies de couverture et des allocations d’actifs.

Deuxiémement, les diagnostics des résidus ont montré 'absence d’autocorrélation significative
et d’hétéroscédasticité résiduelle dans les résidus standardisés du modéle, confirmant ainsi que
le modéle ajusté est robuste et adéquat pour capturer la structure de la volatilité conditionnelle
des rendements d’Apple. Cela renforce la confiance dans les prévisions de volatilité futures et les
analyses de risque basées sur ce modéle.

Troisiemement, 'analyse de la volatilité conditionnelle estimée par le modéle permet d’iden-
tifier les périodes de risque accru sur le marché, ce qui est essentiel pour la prise de décision
en matiére d’investissement. Les investisseurs peuvent ajuster leurs positions en fonction de ces
fluctuations de volatilité pour optimiser leurs rendements et minimiser les pertes potentielles.

En résumé, les résultats de 'estimation des modéles ARCH et GARCH offrent des perspec-
tives précieuses sur la dynamique de la volatilité des rendements de ’action Apple, permettant
ainsi aux investisseurs, gestionnaires de portefeuilles et responsables de la gestion des risques de
prendre des décisions plus éclairées et mieux informées.
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CONCLUSION

Ce mémoire a fourni une introduction compléte et structurée & I'application des modéles
ARCH et GARCH, en partant des bases théoriques jusqu’a leur mise en pratique sur des don-
nées financiéres réelles. En explorant les processus stochastiques et les propriétés des séries chro-
nologiques, nous avons établi les fondements nécessaires pour comprendre I'importance et le
fonctionnement des modéles ARCH et GARCH dans la modélisation de la volatilité des marchés
financiers.

Les modéles ARCH (Autoregressive Conditional Heteroskedasticity) et GARCH (Generali-
zed Autoregressive Conditional Heteroskedasticity) se sont révélés étre des outils puissants et
efficaces pour analyser et prévoir la volatilité des rendements financiers, mais ils présentent des
différences notables. Le modéle ARCH, développé par Robert Engle en 1982, a marqué une avan-
cée significative en permettant de capturer la variance conditionnelle des rendements financiers,
reconnaissant ainsi que la volatilité peut étre influencée par les chocs passés. Cependant, il se
limite & la réactivité aux chocs passés sans intégrer la persistance de la volatilité.

En 1986, Tim Bollerslev a étendu le modéle ARCH pour créer le modéle GARCH, qui ajoute
la notion de persistance de la volatilité en intégrant non seulement les chocs passés mais aussi
les variances passées dans la modélisation. Cette caractéristique rend le modéle GARCH plus
flexible et capable de fournir une représentation plus compléte de la dynamique des séries chro-
nologiques financiéres.

L’application pratique de ces modéles aux rendements de 'indice CAC40 et de 'action Apple
Inc. a démontré que le modéle GARCH, grace & sa capacité a intégrer la persistance de la vola-
tilité, offre généralement des prévisions plus robustes et précises que le modéle ARCH. En cap-
turant la dynamique de la volatilité conditionnelle de maniére plus détaillée, le modele GARCH
permet aux investisseurs et gestionnaires de portefeuilles de mieux comprendre les fluctuations
des marchés et d’ajuster leurs stratégies en conséquence.

L’objectif principal de cette modélisation était de fournir aux praticiens des outils robustes

pour évaluer et anticiper la volatilité des marchés financiers, afin de prendre des décisions plus
éclairées et mieux informées en matiére de gestion de portefeuille et de risque financier.
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Cependant, il est important de reconnaitre les limites de ces modéles, notamment leur dé-
pendance & certaines hypothéses comme la distribution normale des résidus. Des extensions et
des modéles plus complexes, tels que les modéles GARCH multivariés ou les modéles avec dis-
tributions non normales, peuvent étre explorés pour améliorer la précision et la pertinence des
prévisions.

En résumer, ce modeste travail, a mis en lumiére 'importance des modéles ARCH et GARCH
dans 'analyse de la volatilité financiére. Les lecteurs disposent maintenant des connaissances né-
cessaires pour appliquer ces modéles de maniére efficace et pertinente dans leurs propres analyses
financiéres, contribuant ainsi & une meilleure gestion des risques et & des décisions d’investisse-
ment plus informées. La compréhension approfondie et 'application pratique de ces outils per-
mettent de mieux appréhender les fluctuations des marchés financiers et de naviguer dans un
environnement économique complexe avec plus de confiance et de précision.
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Annexe A

Les tests

A.1 Test de Box-Pierce ou Ljung-Box (Box)

La statistique @ de Ljung-Box permet de tester I’hypothése d’indépendance sérielle d’une
série (ou que la série est bruit blanc). Plus spécifiquement cette statistique teste I’hypothése que
les n coefficients d’auto-corrélation sont nuls. Elle est basée sur la somme des auto-corrélations

de la série et elle est distribuée selon une loi Chi-carrée avec n degrés de liberté.
L’hypothése nulle est alors donnée par :

Hy: pr=p2=p3=...=p,=0

La statistique du test est alors :

Q=n(n+2))

oul n est la taille de I’échantillon, ,6? est 'auto-corrélation de retard j, et A nombre de retards a

tester. Pour un niveau de signification a, 'hypothése Hy est rejetée si
2
Q > leoz,h

A.2 Test Dickey-Fuller Augmenté (adf)

Le test de Dickey Fuller simple (1979) est un test de racine unitaire (ou de non station-

narité) dont ’hypothése nulle est la non stationnarité d’un processus autorégressif d’ordre un.



Considérons un processus (Y;,) satisfaisant la représentation AR(1) suivante :
Y, = pYn_1+uy

ol uy, est un bruit blanc, p € IR.
Le principe général du test de Dickey Fuller consiste & tester I’hypothése nulle de la présence

d’une racine unitaire :

H() : p:1
Hy, |p|<1

si p = 1, alors la variable Y, est une variable intégrée d’ordre 1. C’est le cas du modéle de marche

aléatoire sans dérive. Si p < 1, alors la variable Y}, est stationnaire.

Si p = 1, la variance de Y,, est dépend ante de n, ce qui va & ’encontre de la condition de
stationnarité ; p ar contre si p < 1, la variance de Y,, est indépend ante de n (constante). La statis-

tique de ce test est la statistique n usuelle avec des valeurs critiques calculées par Dickey et Fuller.

Le test de racine unit aire Dickey-Fuller augmenté est utilisé quand les variables sont autocor

rélées. Le test consiste & tester I’hypothése o = 1du modéle :
k
Y, =aY, + Z YiAYn i+ vp
i=1

Le deuxiéme terme a droite de I’équation a pour but de corriger le probléme d’autocorrélation.
Dans le cas d’indépendance sérielle,y; = O0Vi, et par conséquent le test de racine unitaire Dickey-
Fuller augmenté est identique au test Dickey-Fuller. Les valeurs critiques sont identiques & celles

du test antérieur.

A.3 Test de Kwiatkowski-Phillips-Schmidt-Shin (KPSS)

Le test de KPSS est un test de stationnarité. Soit Y une variable aléatoire réelle et Y1, Yo, ..., Y, n

réalisations de Y .Supposons que 'on puisse décomposer cette série sous la forme suivante :
Yo=rn+pn+e

ol r, est un marche aléatoire, i.e. 1, = r,_1 + uy avec u, ~ N(0, O'Z),BTL une tendance détermi-

niste et €, I'erreur stationnaire. Dans ce modéle, pour tester si (Y;,) est une tendance stationnaire,



i.e. la série est stationnaire au tour d’une tendance déterministe, ’hypothése Hy serait o2 = 0,
contre ’hypothése Hy : 02 > 0. Dans un autre cas de stationnarité, a savoir le cas ot la série est
stationnaire au tour d’une constante, I’hy pothése H serait 5 = 0.

Dans le cas de stationnarité au tour d’une tendance, sous I'’hypothése Hy, les résidus obtenus
lors d’une régression linéaire de Y sont les suivantes :e,, = ¢, . Dans le cas de stationnarité au

tour d’une constante, sous ’hypothése Hy, les résidus sont données par :e, = Y, — Y Posons

n
Sn: E €
Jj=1

et )
o? = lim NE[S’JZV]

N—o0

Un estimateur empirique de o peut étre construit a I'aide des résidus e,, (Newey et West, 1987) :
1 N 9 D N
~2 2
o°(p) = Nzen—i_ﬁzw](p) Z €nn—j
n=1 j=1 n=j+1

ou p est le retard de troncature, et w;(p) est un poids, défini par w;(p) = 1 — ﬁl. Le test de

Kwiatkowski-Phillips-Schmidt-Shin est alors donné par :

1 . S2
KPSS=—Y ="
2 =2
Nz £~ 5%(p)
Sous I'hypothése de stationnarité Hg au tour d’un point, on & la limite :
1
KPSS —"7> / Vi(r)2dr
0

ou Vi(r) est un pont brownien standard, i.e. Vi(r) = L(r) —r* L(1) ou L(r) est un mouvement
brownien standard pour tout r dans [0; 1]. Sous 'hypothése de stationnarité Hy au tour d’une

tendance, on a la limite :

1
KPSS —"7> / Va(r)2dr
0

ot V4 (r) est un pont brownien standard de seconde ordre, i.e.

1
Va(r) = L(r) + (2r — 3r)L(1) + 6r(r — 1) /O L(s)ds

Les valeurs maximales critiques sont données dans le tableau suivant :



TABLE A.1 — Upper tail critical values for the KPSS test statistic asymptotic distribution
Distribution 0.1 0.05 | 0.025 | 0.01

Jo (Vi(r))? dr | 0.347 | 0.463 | 0.574 | 0.739
[y (Va(r))? dr | 0.119 | 0.146 | 0.176 | 0.216

A.4 Test de Shapiro

Le test de Shapiro, aussi appelé test de Shapiro et Wilk, est un test de normalité d’une série
d’observations d’une variable quantitative. Soit Y une variable aléatoire réelle et Y7, Yo, ..., Y, |

n réalisations de Y. On range alors ces observations par ordre croissant :
Vi<Yo<Y¥3<..<Y,

Le test de Shapiro se réalise alors en 6 étapes :

1. On calcule la moyenne de cette série de mesures :

2. On calcule le nombre T, défini par :

1
T,==) (V;-Y)?
- ;( )
3. On calcule les différences suivantes :
di = Y, -1

d = Y,1—-Y

di = Ypit1-Y

4. On calcule alors le nombre défini par :

(ajd;)?

1 p
=1

W=7 .
J

ol les coefficients a; sont données par la table des coefficients, comme cidessous par

exemple.



n= 7 i 3 30 i E 3 U ] 3 7 S
zl 04360 04328 04251 Q4254 04220 04188 Q4155 04127 04095 04088 04040 04015
a2 03018 02932 0298 02944 02921 02898 02876 02854 0283 02813 04734 02T
EH] 02522 02510 023 02487 075 0483 0MS1 02433 0MZ7 QM5 0M03 023]
X 02152/ 02151 02150 02148 025 02W1 02137 02132 02177 02121 02118 0.2110)
) 0.B4s  QIBS7  0ABsd QIEPD Q28 0.lETE Q.ABRD QA2 QmER QBB QIEE3 Q.1ER)
EL] 0158 01801 01616 01830 0IB41 01851 01680 01667 02673 01678 01683 0.1584
7 01346 01372 01335 01415 0M33 01449 01453 01475 0.5 0I14% 01505 0.1513
£ 01128 0Ilg2 011%2 01219 013 0Ih 01284 01301 01317 01331 Q134 01354
EE 00923 00985 01002 01036 01066 01093 01118 010 01180 01173 01198 01210
310 0078 00778 00822 00862 008\ 00831 0086l 00388 02013 01036 01058 0.1075
zll 00540 005385 00850 00897 0073 0077 0081 00844 00873 0.0@00 00924 0.0947
:12 0038 00424 00483 00537 00585 0082 00663 0076 0073 Q070 0073E  0.0824
=13 00178 00253 00320 00381 00435 004B 00530 00572 00610 00645 00677 0.0704
zl4 00000 00084 00153 Q027 0028 Q034 0035 Q0441 0B 00523 Q0s53 0.0537
=15 00000 00076 00144 00206 0022 0034 00381 00404 00444 OQ4EL
zl5 00000 0.00BE 00131 00187 00738 0028 0031 00372
=17 00000 00062 00113 Q0172 00220 0024
alg 00000 Q0057 00110 0015
=13 0.0000 00053

FIGURE A.1 — Table des coefficients a; pour le test de Shopiro et Wilk

On choisit un risque ( 5% ou 1% ) et on compare la valeur de W a une valeur W,.;4, dite

valeur critique, lue dans la table de Shapiro et Wilk.

. La régle du test est alors la suivante :

— si W > Wit on accepte, aul risque choisi, ’hypothése de normalité de la série de

mesure.

— si W < Wit on rejette ’hypothése de normalité de la série de mesure.



2

Table 4b : table des valeurs limites W, de W =—

22
pour les risques a = 5 9% et 1 %%
(Biometrika 1965)
Risque 5 9% Rizque 1 9%
]
“Waos Wa 01

5 0,762 0,685

(3 0,788 0,713
T 0,803 9,730
a8 0.818 0,749
5 0,829 0,764
10 0,842 0,781
11 0,850 0,792
12 0,859 0,805
13 0,856 0,814°
14 0,874 0,825
15 0821 0,835
16 0.887 0,844
17 0,852 0851
18 o.897 0,858
19 0,201 0,853
20 0,905 0,868
21 0. 908 0873
22 08911 o878
23 0,974 0,881
24 0,916 0,884
25 0,978 0,884
26 0,920 0891
27 0,523 0,894
28 0.924 0,896
29 0,926 0233
30 0,927 i 0,900
al 0,929 0,902
az 0,930 0,504
a3 0,831 0,906
a4 0,933 0,908
as 0,934 0,910
36 0,935 0912
a7 0,936 0,914
a8 . SOS38 - .. . e DA S
39 0839 o817 -
40 0,940 0,919
41 0,941 0,920
42 0,942 0,922
43 0,543 0,923
a4 0,944 0,824
45 0,945 0,926
46 0,945 0,527
47 0.5946 o928
48 0,947 0,929
a9 0947 0,929
50 0,947 0,930

FIGURE A.2 — Table de Shapiro et Wilk
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Annexe B

Les codes des programmes avec R

B.1 Séries chronologiques

install.packages("ggplot2")
library (ggplot2)

# Creation des donnees (ventes mensuelles fictives)
dates <- seq(as.Date("2019-01-01"), by = "month", length.out = 60)
ventes <- rnorm(60, mean = 100, sd = 20) + seq(l, 60)

# Creation du dataframe

data <- data.frame(Date = dates, Ventes = ventes)

# Tracer la serie temporelle

ggplot (data, aes(x = Date, y = Ventes)) +

geom_line(color = "blue") +

labs(title = "Ventes Mensuelles d’un Produit",
x = "Date",
y = "Ventes",
caption = "Source: Ventes Company") +

theme_minimal ()

B.2 Bruit Blanc

# Installation des packages necessaires (a executer une seule fois)

install.packages("tseries")

# Chargement des packages

library(tseries)




V]

w

# Fixer la graine pour la reproductibilite
set.seed (123)

# Taille de 1l’echantillon
n <- 1000

# Generation de bruit blanc

bruit_blanc <- rnorm(n)

# Affichage des graphiques dans une fenetre graphique de R

7l par (mfrow = c(1, 3), mar = c(4, 4, 2, 1))

plot (bruit_blanc, type = "1", main = "Bruit Blanc", col = "blue")
acf (bruit_blanc, main = "ACF du Bruit Blanc", col = "blue")
pacf (bruit_blanc, main = "PACF du Bruit Blanc", col = "blue")

B.3 Marche Aléatoire

>y=rep (0,n)
>for (i in 2:n){ylil=y[(i-1)]+bruit[il}
>par (mfrow=c(3,1))

>plot.ts(y, main="Marche aleatoire", xlab="temps", ylab=expression(Y[t])

, col="4")
> acf_values <- acf(y,plot=FALSE)
>pacf_values <- pacf(y, plot = FALSE)
>plot (acf_values, main="ACF de la Marche Aleatoire", ylim=c(-1,
>plot ( pacf_values, main=" PACF de la Marche Aleatoire ",
ylim= c(-1, 1))

1))

B.4 Processus AR

>Ar2<-arima.sim(list (order=c(2,0,0),ar=c(-0.8,-0.15)),n=1000)
>par (mfrow=c(1,3))

>plot (Ar2,ylab="x",col="blue" ,main="")

>acf (Ar2,col="blue" ,main="" )

>pacf (Ar2,col="blue" ,main="")




w

~

w

[V}

B.5 Processus MA

> MA<-arima.sim(list(ma=0.8),n=4000)

>par (mfrow=c(1,3))

>plot (MA,col="blue" ,main="MA(1)")

>acf (MA,col="blue" ,main="correlation")
>pacf(MA,col=”b1ue",main="correlationpartielle")

On peut calculer ces coefficients a l1l’aide du logiciel R,

tout en utilisant la commande ARMAacf avec 1’option (pacf=TRUE)

>ARMAacf (ma=0.8,lag.ma=6,pacf=T)

B.6 Processus ARMA

ARMA<-arima.sim (list (order=c(1,0,1), ma=0.8,ar=0.4), n=1000)
par (mfrow=c(1,3))

plot (ARMA,col="blue" ,main="")

abline (h=0,col="red")

acf (ARMA,col="blue" ,main="Autocorrelation")

pacf (ARMA,col="blue" ,main="Autocorrelation partiel")

B.7 Processus ARIMA(1, 3, 2)

# Installer les packages necessaires si ce n’est pas deja fait
install.packages("forecast")

install.packages("ggplot2")

# Charger les packages
library(forecast)

library (ggplot2)

# Parametres du processus ARIMA
order <- c(1, 3, 2) # Ordre ARIMA : ARIMA(1, 3, 2)
ar_parameter <- 0.5 # Parametre AR

ma_parameters <- c(0.8, 0.6) # Parametres MA

# Nombre d’echantillons

n_samples <- 100

# Simulation du processus ARIMA
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set.seed(123) # Fixer la graine pour la reproductibilite
arima_sim <- arima.sim(model = list(order = order, ar = ar_parameter , ma

= ma_parameters), n = n_samples)
# Convertir en serie temporelle avec une frequence appropriee (par
exemple , mensuelle)

ts_data <- ts(arima_sim, frequency = 12)

# Visualisation de la trajectoire originale

5| plot (ts_data, type = "1", main = "Trajectoire du processus ARIMA simule"

, xlab = "Temps", ylab = "Valeurs")

par (mfrow = c(1, 1))

# Decomposition de la serie temporelle
decomp <- decompose(ts_data)

plot (decomp)

# Differenciations successives

diff_1 <- diff(ts_data, differences = 1)
diff_2 <- diff(diff_1, differences 1)
diff_3 <- diff(diff_2, differences 1)

# Tracer la serie temporelle et les differenciations

par(mfrow = c(1, 5)) # Disposer les graphiques en 1 ligne et 5 colonnes

plot(ts_data, type = "1", main = "Serie Temporelle Originale", xlab = "
Temps", ylab = "Valeurs")

plot(diff_1, type = "1", main = "Premiere Differenciation", xlab = "
Temps", ylab = "Differences")

plot(diff_2, type = "1", main = "Deuxieme Differenciation", xlab = "
Temps", ylab = "Differences")

plot(diff_3, type = "1", main = "Troisieme Differenciation", xlab = "
Temps", ylab = "Differences")

i|# Ajuster un modele ARIMA sur la serie temporelle simulee

fitted_model <- auto.arima(ts_data)
# Generer des previsions
forecast_horizon <- 24 # Prevoir les 24 prochains mois

forecasts <- forecast(fitted_model, h = forecast_horizon)

# Visualisation des previsions




plot(forecasts, main = "Previsions du modele ARIMA", xlab = "Temps",

ylab = "Valeurs")

B.8 Processus SARIMA(1,1,1,1)

# Installer et charger les packages necessaires
if (!'require("forecast")) {
install.packages("forecast")

}

library(forecast)

# Parametres du processus SARIMA
order <- c(1, 1, 1) # Ordre ARIMA : (p, d, q)
seasonal _order <- c(1, 1, 1) # Ordre saisonnier : (P, D, Q)

frequency <- 12 # Frequence saisonniere (par exemple, mensuelle)

# Parametres spcifiques AR et MA

ar_param <- 0.6 # Parametre AR

ma_param <- -0.4 # Parametre MA

seasonal_ar_param <- 0.5 # Parametre saisonnier AR
i| seasonal _ma_param <- -0.3 # Parametre saisonnier MA

# Nombre d’echantillons

n_samples <- 120

# Simulation du processus SARIMA
set.seed (123)

sarima_sim <- arima.sim(model= list(order= order, ar=ar_param, ma = ma_
param,

seasonal = list(order = seasonal_order, ar = seasonal_ar_param, ma =
seasonal _ma_param, period = frequency)), n = n_samples)

;| # Convertir en serie temporelle avec une frequence appropriee

ts_data <- ts(sarima_sim, frequency = frequency)

# Ajuster un modele SARIMA(1,1,1,1)[12] sur les donnees simulees
fit <- Arima(ts_data, order = order, seasonal = list(order = seasonal_

order, period = frequency), include.constant = FALSE)

# Faire une prevision pour les 12 prochaines periodes

forecast_result <- forecast(fit, h = 12)




# Visualisation de la trajectoire originale
plot(ts_data, type = "1", main = "Serie Temporelle Simulee SARIMA
(1,1,1,1)[12]", xlab = "Temps", ylab = "Valeurs")

# Visualisation de la dcomposition
decomp <- decompose(ts_data, type = "multiplicative")

plot (decomp)

# Visualisation de la premiere difference saisonniere
diff_1 <- diff(ts_data, differences = 1)
plot(diff_i, type = "1", main = "Premiere Differenciation", xlab =

Temps", ylab = "Valeurs")

# Visualisation des previsions
plot(forecast_result, main = "Previsions SARIMA(1,1,1)(1,1,1)[12]", xlab
= "Temps", ylab = "Valeurs")

B.9 Processus ARCH(1)

>set.seed(123) # Pour rendre les resultats reproductibles

# Parametres

>n = 1000 # Nombre d’observations
>omega = 0.1 # Intercept

>alpha = 0.8 # Coefficient ARCH

# Generation des innovations et initialisation des vecteurs
>e <- rnorm(n) # Innovations (bruits blancs)
>sigma2 <- numeric(n) # Variance conditionnelle

>y <- numeric(mn) # Serie temporelle

# Initialisation
>sigma2[1] <- omega / (1 - alpha)
>y[1] <- e[1] * sqrt(sigma2[1])

# Simulation de la serie ARCH(1)

>for (t in 2:n) {
sigma2[t] <- omega + alpha * y[t-1]-2
y[t]l <- el[t] * sqrt(sigma2[t])

# Tracer la serie temporelle generee
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>plot(y, type = "1", main = "Serie Temporelle Simulee avec un Modele

ARCH(1)", ylab = "Valeurs", xlab = "Temps")

5| # Tracer la variance conditionnelle

>plot (sigma2, type = "1", main = "Variance Conditionnelle Simulee (ARCH

(1))", ylab = expression(sigmal[t]~2), xlab = "Temps")

# Tracer 1’ACF des valeurs au carre

s0] >acf (y~2, main = "ACF des Valeurs au Carre de la Serie ARCH(1)")

B.10 Processus ARCH(p)

# Installation des packages necessaires (a executer une seule fois)

install.packages ("fGarch")

# Chargement des packages
library (fGarch)

# Fixer la graine pour la reproductibilite
set.seed (123)

# Taille de 1l’echantillon
n <- 1000

# Generation de bruit blanc

bruit_blanc <- rnorm(n)

| # Simuler ARCH(1)

archl_spec <- garchSpec(model = list(alpha = 0.1, beta = 0.8))

archl_data <- garchSim(spec = archl_spec, n = n)

# Simuler ARCH(2)

arch2_spec <- garchSpec(model = list(alpha = c(0.1, 0.1), beta = 0.7))

arch2_data <- garchSim(spec = arch2_spec, n = n)

# Simuler ARCH (4)

5| arch4 _spec <- garchSpec(model = list(alpha = c(0.1, 0.1, 0.1, 0.1),

= 0.5))
arch4 _data <- garchSim(spec = arch4_spec, n = n)

# Affichage des graphiques dans une fenetre graphique de R
par (mfrow = c(2, 2), mar = c(4, 4, 2, 1))

beta
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plot (bruit_blanc, type = "1", main = "Bruit Blanc", col = "blue")

plot (archl_data, type = "1", main = "ARCH(1)", col = "red")
s plot (arch2_data, type = "1", main = "ARCH(2)", col = "green")
plot (arch4_data, type = "1", main = "ARCH(4)", col = "purple")

B.11 Processus GARCH(1,1)

>set.seed(123) # Pour rendre les resultats reproductibles

# Parametres

>n <- 1000 # Nombre d’observations
>omega <- 0.1 # Intercept

>alpha <- 0.1 # Coefficient ARCH
>beta <- 0.8 # Coefficient GARCH

# Generation des innovations et initialisation des vecteurs
>e <- rnorm(n) # Innovations (bruits blancs)
>sigma2 <- numeric(n) # Variance conditionnelle

>y <- numeric(mn) # Serie temporelle

# Initialisation
>sigma2[1] <- omega / (1 - alpha - beta)
>y[1] <- e[1] * sqrt(sigma2[1])

# Simulation de la s rie GARCH(1,1)

<for (t in 2:mn) {
sigma2[t] <- omega + alpha * y[t-1]"2 + beta * sigma2[t-1]
y[t]l <- el[t]l * sqrt(sigma2[t])

# Tracer la serie temporelle generee

>plot(y, type = "1", main = "Serie Temporelle Simulee avec un Modele
GARCH(1,1)", ylab = "Valeurs", xlab = "Temps")
# Tracer la variance conditionnelle
5| >plot (sigma2, type = "1", main = "Variance Conditionnelle Simulee (GARCH
(1,1))", ylab = expression(sigmal[t]~2), xlab = "Temps")

# Tracer 1’ACF des valeurs au carre
>acf(y~2, main = "ACF des Valeurs au Carre de la Serie GARCH(1,1)")




Annexe C

Application des Modéles ARCH et
GARCH

C.1 Indice CAC40

library (quantmod)
library (ggplot2)
library (rugarch)
library(forecast)

5| library (tseries)

# Telecharger les donnees du CAC 40 de 2014-01-01 a 2024-01-06
;| getSymbols ("~"FCHI", from="2011-01-01", to="2024-01-06")

# Afficher les premieres lignes des donnees pour verifier le
telechargement

head (FCHI)

# Extraire les donnees de cloture ajustee pour la visualisation

cac40_data <- data.frame(Date = index(FCHI), Adj_Close = as.numeric (C1l(
FCHI)))

5/# Creer un graphique de 1l’evolution du CAC 40

i| ggplot (cac40_data, aes(x = Date, y = Adj_Close)) +
geom_line(color = "blue") +

ggtitle ("\’Evolution du CAC 40 (2014-2024)") +
xlab("Date") +

ylab("Prix de Cloture Ajuste") +

theme_minimal ()

# Calculer 1’ACF des donnees de cloture ajustee
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acf (na.omit (CL(FCHI)), main = "ACF des Prix de Cloture Ajustes du CAC 40
|l)

i|# Effectuer le test de Dickey-Fuller augmente

adf _test_prices <- adf.test(cac40_data)
print (adf _test_prices)

# Supprimer les valeurs manquantes des prix de cloture ajustes
adjusted_close <- na.omit (C1l(FCHI))

# Effectuer le test de Dickey-Fuller augmente sur les prix de cloture
ajustes

adf _test_prices <- adf.test(adjusted_close)

print (adf_test_prices)

# Calculer les rendements logarithmiques

log_returns <- diff (log(Cl(FCHI)))

# Supprimer les valeurs manquantes
log_returns <- na.omit(log_returns)

library(ggplot2)

# Creer un graphique des rendements logarithmiques
log_returns_data <- data.frame(Date = index(log_returns), Log_Returns =

as.numeric (log_returns))

i| ggplot (log_returns_data, aes(x = Date, y = Log_Returns)) +

geom_line(color = "blue") +
ggtitle ("Rendements Logarithmiques du CAC 40 (2014-2024)") +
xlab("Date") +
ylab("Rendements Logarithmiques") +
theme _minimal ()
# Estimer la densite spectrale de puissance (periodogramme)

periodogram <- spec.pgram(log_returns)

# Afficher le periodogramme

jlplot (periodogram, main = "Periodogramme des Rendements Logarithmiques du

CAC 40")
# Effectuer le test KPSS sur les rendements logarithmiques
kpss_result <- kpss.test(log_returns)
print (kpss_result)
# Calculer les rendements centres

centered_returns <- log_returns - mean(log_returns)
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# Creer un graphique des rendements centres

plot(index (centered_returns), centered_returns, type = "1", col = "blue"
xlab = "Date", ylab = "Rendements centres',
main = "Rendements centres du CAC 40")

C.1.1 Modélisation CAC40 avec ARCH

# Charger les bibliotheques necessaires
library (quantmod)
library(forecast)
library (ggplot2)
library (rugarch)

# Telecharger les donnees du CAC 40

getSymbols ("~"FCHI", from = "2014-01-01", to = "2024-01-06")
cac40_data <- na.omit (C1l(FCHI))
plot(cac40_data, main = "Prix de Cloture Ajustes du CAC 40")

# Calculer les rendements logarithmiques

log_returns <- diff(log(cac40_data)) [-1]

plot(log_returns, main = "Rendements Logarithmiques du CAC 40")
# Supprimer les valeurs NA

log_returns <- na.omit(log_returns)

# Centrer les rendements
centered_returns <- log_returns - mean(log_returns)

plot (centered_returns, main = "Rendements Centres du CAC 40")

# Calculer les carres des rendements centres

squared_centered_returns <- centered_returns~2

plot (squared_centered_returns, main = "Carres des Rendements Centres du
CAC 40")

i|# Initialiser une liste pour stocker les valeurs AIC

‘laic_values <- numeric ()

# Ajuster les modeles AR sur les carres des rendements centres pour
differentes valeurs de p

max_p <- 10 # Vous pouvez augmenter cette valeur si necessaire
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for (p in O:max_p) {
model <- arima(squared_centered_returns, order = c(p, 0, 0))
aic_values[p + 1] <- AIC(model)

# Creer un tableau des valeurs AIC

aic_table <- data.frame(p = O:max_p, AIC = aic_values)

o|# Afficher le tableau des valeurs AIC

print (aic_table)

# Trouver la valeur de p qui minimise 1’AIC

optimal_p <- which.min(aic_values) - 1

i|# Afficher la valeur optimale de p

cat("La valeur optimale de p qui minimise 1’AIC est :", optimal_p, "\n")

# Ajuster le modele AR optimal sur les carres des rendements centres

optimal _model <- arima(squared_centered_returns, order = c(optimal_p, O,
0))

optimal _model

# Faire des previsions sur les carres des rendements centres

forecast_horizon <- 10 # Vous pouvez ajuster l’horizon de prevision

squared_forecasts <- forecast(optimal_model, h = forecast_horizon)$mean
# Convertir les previsions des carres des rendements en previsions de
volatilite

volatility_forecasts <- sqrt(squared_forecasts)

# Afficher les previsions de volatilite

print(volatility_forecasts)

# Visualiser les previsions de volatilite

forecast_dates <- seq(from = as.Date(index(cac40_data) [nrow(cac40_data)
1), by = "days", length.out = forecast_horizon)
forecast_data <- data.frame(Date = forecast_dates, Volatility = as.

numeric(volatility_forecasts))

ggplot (forecast_data, aes(x = Date, y = Volatility)) +

geom_line(color = "blue") +
labs(title = "Previsions de la Volatilite du CAC 40",
x = "Date",

y = "Volatilite") +
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theme_minimal ()

# Specification du modele ARCH(1)

spec <- ugarchspec(variance.model = list(model = "sGARCH", garchOrder =
c(9, 0)),
mean.model = list(armaOrder = c(0, 0), include.mean =
TRUE) ,
distribution.model = "norm")
spec
# Ajustement du modele
fit <- ugarchfit(spec = spec, data = squared_centered_returns)

fit

# Normaliser les rendements centres

normalized_returns <- (centered_returns - mean(centered_returns)) / sd(
centered_returns)

normalized_returns

i|# Ajuster le modele ARCH(9) aux donnees historiques

arch_fit <- ugarchfit(spec = spec, data = log_returns)
arch_fit
# Effectuer des previsions avec le modele ARCH(9) ajuste

forecasted_returns <- ugarchforecast(arch_fit, n.ahead = 1)

2|# Afficher les previsions des rendements centres

print (forecasted_returns)

plot(forecasted_returns)

5|# Ajuster le modele GARCH avec differentes specifications

fit <- try(ugarchfit(spec = spec, data = normalized_returns), silent =
TRUE)

# Generer des previsions des rendements centres pour les periodes
futures

forecast <- ugarchforecast(fit, n.ahead = 10) # Previsions pour les 10

prochaines periodes
# Effectuer des previsions en tenant compte des donnees observees
forecasted_returns <- ugarchforecast(fit, n.ahead = 1, data = normalized

_returns)

# Afficher les previsions des rendements centres

print (forecasted_returns)

plot(forecasted_returns)
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C.1.2 Modélisation CAC40 avec GARCH

# Installer et charger les packages necessaires
install.packages (c("rugarch", "forecast"))
library (rugarch)

library(forecast)
# Charger les donnees
# (Assurez-vous d’avoir deja charge les donnees des prix du CAC 40 et

calcule les rendements centres)

# Supprimer les valeurs manquantes

returns_centered <- na.omit(returns_centered)

# Carres des rendements centres

residuals_squared <- returns_centered”2

# Specification du modele GARCH(1,1)

garch_spec <- ugarchspec(variance.model = list(model = "sGARCH",
garchOrder = c(1, 1)),
mean.model = list(armaOrder=c(0,0)), distribution.model = "std")

# Estimation du modele GARCH(1,1)

garch_fit <- ugarchfit(spec = garch_spec, data = residuals_squared)

# Log de la vraisemblance maximale
log_likelihood <- logLik(garch_fit)

cat("Log de la vraisemblance maximale:", log_likelihood, "\n")

i|# Test d’independance des residus

| Box.test (garch_fit@residuals, lag = 20, type = "Ljung-Box")

o| # Test de normalite des residus

shapiro.test(garch_fit@residuals)

# Previsions pour les 12 prochains mois

forecast_12 <- ugarchforecast(garch_fit, n.ahead = 12)

# Calculer les bornes superieures et inferieures des intervalles de
confiance

borne_sup <- forecast_12@forecast$sigmaFor




borne_inf <- - borne_sup

# Calculer la largeur de 1l’intervalle de confiance

ecart_intervalle <- borne_sup - borne_inf

C.2 Action Apple

# Installer et charger les bibliotheques necessaires

if (!require(quantmod)) {
install.packages ("quantmod")
library (quantmod)

}

if (!require(forecast)) {
install.packages("forecast")
library (forecast)

}

if (!require(ggplot2)) {
install.packages("ggplot2")
library (ggplot2)

}

if (!require(tseries)) {
install.packages("tseries")

library(tseries)

# Telecharger les donnees de 1l’action AAPL

)| getSymbols ("AAPL", from = "2014-01-01", to = "2024-01-06")

apple_data <- na.omit (Cl(AAPL))

# Afficher les premieres lignes des donnees pour verifier le
telechargement

head (apple_data)

# Creer un graphique de 1l’evolution de 1l’action AAPL
apple_plot_data <- data.frame(Date = index(apple_data), Adj_Close

numeric (apple_data))

ggplot (apple_plot_data, aes(x = Date, y = Adj_Close)) +
geom_line(color = "blue") +
ggtitle ("Evolution de 1l’action Apple (2014-2024)") +

as.
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xlab("Date") +
ylab("Prix de Cloture Ajuste") +

theme_minimal ()

| # Calculer les rendements logarithmiques

log_returns <- diff(log(apple_data)) [-1]

# Supprimer les valeurs manquantes

log_returns <- na.omit(log_returns)

# Creer un graphique des rendements logarithmiques
log_returns_data <- data.frame(Date = index(log_returns), Log_Returns =

as.numeric (log_returns))

ggplot (log_returns_data, aes(x = Date, y = Log_Returns)) +
geom_line(color = "red") +
ggtitle ("Rendements Logarithmiques de 1l’action Apple (2014-2024)") +
xlab("Date") +
ylab("Rendements Logarithmiques") +

theme_minimal ()

# Calculer 1’ACF des rendements logarithmiques
acf (log_returns, main = "ACF des Rendements Logarithmiques de 1l’action

Apple™")

# Effectuer le test de Dickey-Fuller augmente sur les prix de cloture
ajustes

adf _test_prices <- adf.test(apple_data)

print (adf_test_prices)

# Effectuer le test KPSS sur les rendements logarithmiques
kpss_result <- kpss.test(log_returns)

print (kpss_result)

# Centrer les rendements

centered_returns <- log_returns - mean(log_returns)

# Creer un graphique des rendements centres

7|plot (index (centered_returns), centered_returns, type = "1", col = "blue"

’

xlab

main = "Rendements centres de 1l’action Apple")

"Date", ylab = "Rendements centres",




C.2.1 Modélisation Action AAPL avec ARCH

# Telecharger les donnees de 1l’action AAPL
getSymbols ("AAPL", from = "2014-01-01", to = "2024-01-06")
apple_data <- na.omit (Cl(AAPL))

# Calculer les rendements logarithmiques

log_returns <- diff (log(apple_data)) [-1]

# Supprimer les valeurs manquantes

log_returns <- na.omit(log_returns)

# Centrer les rendements

centered_returns <- log_returns - mean(log_returns)

# Normaliser les rendements centres

il normalized_returns <- centered_returns / sd(centered_returns)

normalized_returns

g|# Convertir en serie temporelle

returns_ts <- ts(normalized_returns, frequency = 1)

# Ajuster un modele ARCH(1)
arch_model <- garchFit(formula = ~ garch(l, 0), data = returns_ts, trace
= FALSE)

# Afficher un resume du modele

summary (arch_model)
# Faire des previsions avec le modele ARCH(1)
forecast_horizon <- 10 # Vous pouvez ajuster l’horizon de prevision

arch_forecasts <- predict(arch_model, n.ahead = forecast_horizon)

# Extraire les previsions de volatilite

volatility_forecasts <- arch_forecasts$standardDeviation

# Afficher les previsions de volatilite

siprint (volatility_forecasts)

# Creer des dates pour les previsions
forecast_dates <- seq(from = as.Date(index(apple_data) [nrow(apple_data)

1), by = "days", length.out = forecast_horizon)




so| forecast _data <- data.frame(Date = forecast_dates, Volatility = as.

numeric (volatility_forecasts))

11| # Visualiser les previsions de volatilite

1| ggplot (forecast_data, aes(x = Date, y = Volatility)) +

43 geom_line (color = "blue") +

44 labs(title = "Previsions de la Volatilite de 1l’action Apple avec le
modele ARCH(1)",

45 x = "Date",

46 y = "Volatilite") +

a7 theme_minimal ()
48 # Calculer les carres des rendements centres

10| squared_centered_returns <- centered_returns~2

51/|# Initialiser une liste pour stocker les valeurs AIC

52| aic_values <- numeric ()

54/ # Ajuster les modeles AR sur les carrs des rendements centres pour
differentes valeurs de p

ssimax_p <- 10 # Vous pouvez augmenter cette valeur si necessaire

s71for (p in O:max_p) A

58 model <- arima(squared_centered_returns, order = c(p, 0, 0))
59 aic_values[p + 1] <- AIC(model)

60| }

61
62| # Creer un tableau des valeurs AIC

63l aic_table <- data.frame(p = O:max_p, AIC = aic_values)
64
65| # Afficher le tableau des valeurs AIC
66| print (aic_table)

68| # Trouver la valeur de p qui minimise 1’AIC

60| optimal _p <- which.min(aic_values) - 1

71|# Afficher la valeur optimale de p

72| cat ("La valeur optimale de p qui minimise 1’AIC est :", optimal_p, "\n")

74| # Ajuster le modele AR optimal sur les carres des rendements centres
75| optimal _model <- arima(squared_centered_returns, order = c(optimal_p, O,

0))




C.2.2 Modélisation Action AAPL avec GARCH

# Charger les packages necessaires
library (quantmod)

library (rugarch)

library (ggplot2)

# Telecharger les donnees de 1l’action AAPL depuis Yahoo Finance
getSymbols ("AAPL", src = "yahoo", from = "2014-01-01", to = "2024-01-06"
)

# Selectionner et nettoyer les donnees de cloture ajuste
apple_data <- na.omit (Cl(AAPL))

# Calculer les rendements (logarithmiques)
returns <- diff(log(apple_data$AAPL.Close))

# Nettoyer les donnees de rendements en supprimant les valeurs

manquantes

| returns <- na.omit (returns)

# Verifier a nouveau s’il y a des valeurs manquantes dans les rendements
if (any(is.na(returns))) A
stop("Les donnees de rendements contiennent encore des valeurs

manquantes apres nettoyage.")

# 1. Estimation du modele GARCH (1, 1)

# Specification du modele GARCH (1, 1)

i| spec <- ugarchspec(mean.model = list(armaOrder = c(0,0)),
variance.model = list(model = "sGARCH", garchOrder = c(1,1)))
spec
# Estimation du modele GARCH
fit <- ugarchfit(spec, data = returns)

# Resume du modele

print (summary (£it))

35| # Plot des residus du modele GARCH (1, 1)

plot (fit)

# 2. Test de Box.test pour 1l’independance des residus




5| cat ("Resultats du test Box.test pour 1’independance des residus

# Recuperer les residus du modele GARCH

residuals <- fit@fit$residuals

# Effectuer le test Box.test
box_test <- Box.test(residuals, lag = 10, type = "Ljung-Box")

| print (box_test)

cat("\n")

# 3. Test de Shapiro-Wilk pour la normalite des residus

# Effectuer le test Shapiro-Wilk

shapiro_test <- shapiro.test(residuals)

cat ("Resultats du test Shapiro-Wilk pour la normalite des residus
print (shapiro_test)

cat ("\n")

|# 4. Prevision du modele avec visualisation des resultats

# Prevision de la volatilite et des rendements futurs

forecast_volatility <- ugarchforecast(fit, n.ahead = 10)

:\n

ll)

‘\n")

forecast _returns <- ugarchforecast(fit, n.ahead = 10, plot = FALSE)

Sans plot pour 1’instant
# Plot de la volatilite prevue
plot (forecast_volatility)

3|# Extraction des rendements prevus

forecast_returns_series <- as.data.frame(forecast_returns@forecas
seriesFor)
colnames (forecast_returns_series) <- "Forecast"

# Creer une serie temporelle pour les dates de prevision

forecast_dates <- seq(end(apple_data), by = "days", length.out =
forecast_returns_df <- data.frame(Date = forecast_dates, Forecast
forecast _returns_series$Forecast)
# Plot des rendements prevus avec ggplot2
ggplot (data = forecast_returns_df, aes(x = Date, y = Forecast)) +
geom_line(color = "blue") +
labs(title = "Forecasted Returns of Apple Stock", x = "Date", y

Forecasted Returns") +

theme_minimal ()

t$

10

#

)
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Résumé

Ce mémoire de master explore 'utilisation des modéles ARCH (Autoregres-
sive Conditional Heteroskedasticity) et GARCH (Generalized Autoregressive
Conditional Heteroskedasticity) pour modéliser la volatilité des marchés fi-
nanciers, notamment & travers les rendements de I'indice CAC40 et de ’action
Apple Inc. Ces modéles permettent de capturer la variance conditionnelle et
de prévoir la volatilité, ce qui est crucial pour la gestion des risques et les
décisions d’investissement. Le document est structuré en trois chapitres : le
premier introduit les concepts fondamentaux des processus stochastiques; le
second détaille les fondements théoriques et la formulation mathématique des
modéles ARCH et GARCH ; et le troisiéme présente une application pratique
de ces modéles, démontrant leur utilité et validité a travers ’analyse empi-
rique des données financiéres réelles. Cette étude met en avant 'importance
de ces outils pour anticiper la volatilité des marchés et prendre des décisions
financiéres éclairées.
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Abstract

This master’s thesis explores the use of ARCH (Autoregressive Condi-
tional Heteroskedasticity) and GARCH (Generalized Autoregressive Condi-
tional Heteroskedasticity) models to model the volatility of financial markets,
particularly through the returns of the CAC40 index and Apple Inc. stock.
These models capture conditional variance and predict volatility, which is cru-
cial for risk management and investment decisions. The document is struc-
tured into three chapters: the first introduces the fundamental concepts of
stochastic processes; the second details the theoretical foundations and math-
ematical formulation of ARCH and GARCH models; and the third presents a
practical application of these models, demonstrating their usefulness and va-
lidity through empirical analysis of real financial data. This study highlights
the importance of these tools for anticipating market volatility and making
informed financial decisions.



