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Introduction Générale

L'évolution des systèmes d'information conduise les entreprises à traiter de plus en
plus des données issues des sources toujours plus variées. Les prévisions de taux d'augmenta-
tion des volumes des données traitées dépassent les bordures des technologies traditionnelles.
On parle de pétaoctet (billiard d'octets) voire de zettaoctet (trilliard d'octets).[8]

Dans ce contexte, est apparu le terme � Big Data �, la naissance de ce terme est
anglo-saxonne, littéralement � grosses données �, est controversée et sa traduction o�cielle re-
commandée est � Méga données �, même si parfois on parle de données massives. [17]

La fouille de données (Data Mining) est une composante essentielle des technologies Big
Data et des techniques d'analyse de données volumineuses. Parmi les objectifs de cette tech-
nique est de classi�er des données volumineuses dans un temps et un espace mémoire réduit.[23]

L'objectif de ce mémoire est d'étudier le problème de classi�cation basé sur les arbres
des décisions. Après une synthèse des algorithmes les plus cités dans la littérature, nous propo-
sons une version parallèle de l'un des meilleurs algorithmes séquentiels : C4.5. Le travail proposé
se base sur la stratégie de partitionnement horizontal des données.

À cet e�et, ce mémoire est organisé comme suit :

• Le premier chapitre : nous donnons un bref aperçu sur le Data Mining. Ensuite nous
présentons un échantillon des algorithmes de classi�cation séquentiels et distribués, en fo-
calisant essentiellement sur l'étape de construction de l'arbre de décision avec un exemple
de déroulement. Nous proposons aussi une comparaison entre ces algorithmes.

• Le deuxième chapitre : nous détaillons l'algorithme C4.5 et l'adaptation de la fonction
de gain et nous intéressons aux améliorations de cet algorithme dans les deux phases :
la phase d'expansion et la phase d'élagage.

• Le dernier chapitre : nous décrivons notre technique qui est une version parallèle de
construction de l'arbre de décision en utilisant la stratégie de partitionnement horizon-
tal des données. Ensuite nous montrons quelques exemples de notre application et nous
analysant les performances de notre algorithme, ainsi que les gains apportés.

En�n, nous terminons ce mémoire par une conclusion générale dans laquelle on résume
notre travail, qui sera accompagnées des perspectives pour des développements futurs.
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Chapitre 1

Algorithmes de classi�cation bases sur les

arbres de décision

1.1 Introduction

L'augmentation du volume des données a fait qu'il est devenu urgent et vital de recou-
rir à des techniques pour extraire des informations à partir de cette masse étendue de données.
La fouille de données où le Data Mining est devenu rapidement un thème de recherche suscitant
l'intérêt de la communauté scienti�que et les entreprises. [21]

Parmi les problèmes des algorithmes des classi�cations des données sont :

• Temps d'exécution.
• Espace mémoire.
• Complexité.

Ces mesures jouent un rôle important pour déterminer l'e�cacité de l'algorithme.

Dans ce chapitre, nous allons donner une idée sur le Data Mining et la classi�cation
supervisée par les arbres de décision.

Ensuite, nous allons citer quelques algorithmes de classi�cation basés sur les arbres de
décision, en nous concentrant particulièrement sur l'étape de construction de l'arbre de déci-
sion. Par exemple :

• ID3 (Induction of Decision Tree).[4]
• C4.5 (successeurs d'ID3).[4]
• C5.0(successeurs d'C4.5).[4]
• CART (Classi�cation And Regression Tree).[4]
• SLIQ (Supervised Learning In Quest).[4]
• SPRINT (Scalable Parallelizable Induction Of Decision Trees).[4]
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Et qui peuvent être fournies par le recours à des traitements :

• Séquentiels.
• Distribués.
• Parallèles.

Finalement, nous allons présenter une comparaison entre ces algorithmes, a�n de choisir
l'un des meilleurs algorithmes séquentiels pour une future amélioration.

1.2 Data mining

1.2.1 Dé�nition

Le terme de � Data Mining � qui peut être traduit par � la fouille de données �,
� une suite d'extraction de connaissances à partir de données �, � l'exploration de données �
où � le forage de données �, c'est une composante essentielle de la technique Big Data et des
techniques d'analyse de données volumineuses.[27]

En général, le terme Data Mining montre le fait de transformer ces données en in-
formations utiles en mettant des relations entre les données. Ces informations peuvent ensuite
être utilisées par les entreprises pour réduire des coûts de l'analyse de données. [27]

1.2.2 Les données et les informations dans le Data Mining

Aujourd'hui, les entreprises traites larges quantités des données sous di�érents for-
mats, dans di�érentes quantités des données. Parmi ces données, on distingue :

• Les données opérationnelles : telles que les données de ventes et de coûts. [27]
• Les métadonnées : comme les dé�nitions d'un dictionnaire de données. [27]

1.2.3 Quelques domaines d'application

La �gure-1.1 suivante illustre quelques domaines d'application courante de Data Mining :
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Figure 1.1 � Domaines d'application de Data Mining

o Banque et �nance : telle que les cartes bancaires des clients. [18]
o Vente, Distribution Marketing : telles que les données de :

• Le comportement d'achat.[18]

• La caractéristique clientèle.[18]

o Aérospatial : comme les données relatives à la géographie d'une ville ou pays. [18]
o Assurance et Santé : tels que les données de la demande de remboursements médicaux.[18]
o Médical Pharmaceutique : comme les données de :

• Dosage dans un traitement.[18]

• L'apparition d'e�ets secondaires.[18]

• La réponse d'un patient à un traitement. [18]

o Ressources Humaines : tel que les données de caractéristiques des employés.[18]

1.3 La classi�cation

1.3.1 Dé�nition :

Le terme � classi�cation � en anglais qui peut être traduit par � l'a�ectation d'un
individu à une classe � dans le cadre de l'analyse discriminante.[13]
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En général, C'est une méthode de Data Mining qui permet de :

• Chercher des nouveaux patterns en changeant la façon organisée les données. [13]

• Produire des classes de données identiques entre elles et di�érentes des données d'une
autre classe. [12]

La �gure-1.2 suivante illustre un modèle de classi�cation pout Data Mining :

Figure 1.2 � Un modèle de classi�cation pour Data Mining

1.3.2 Les types des classi�cations

On distingue généralement deux types de classi�cation :la classi�cation supervisée et
non supervisée.

o Classi�cation supervisée :

• Assigner à de nouvelles données une ou plusieurs classes, par exemple : lui attribuer
une étiquette parmi économie, sport, politique, etc. . . [12]

• Se base sur des exemples déjà classés dans un ensemble de classes pour déterminer
un modèle de classi�cation, par exemple : des articles en rubrique économie, sport,
politique, etc. . . [12]

•Exemple :

La �gure-1.3 suivante illustre un modèle de classi�cation supervisée :
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Figure 1.3 � Un modèle de classi�cation supervisée

o Classi�cation non supervisée :

• Se base sur des exemples non classés, par exemple : mots d'un texte. [12]

• On cherche à disjoindre ces données en classes, par exemple : si deux mots ont la
même étiquette, ils sont en rapport avec une même thématique. [12]

•Exemple :

La �gure-1.4 suivante illustre un modèle de classi�cation non supervisée :

Figure 1.4 � Un modèle de classi�cation non supervisée
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1.4 Arbre de décision

1.4.1 Dé�nition

L'arbre de décision est un outil d'aide à la décision représentant un ensemble de choix
sous la forme graphique d'un arbre. Les di�érentes décisions possibles sont situées aux extré-
mités des branches (les � feuilles � de l'arbre), et sont atteints en fonction de décisions prises à
chaque étape. L'arbre de décision est un outil utilisé dans des domaines variés tels que la fouille
de données. [13]

• Chaque n÷ud dans l'arbre de décision correspond à un attribut (un test) non cible. [13]

• Chaque arc dans l'arbre de décision à une valeur possible de cet attribut ou test. [13]

• Une feuille de l'arbre de décision di�usé une estimation espérée de l'attribut cible pour
l'enregistrement éprouvé (toute description complète), en Trace le chemin de la racine
de l'arbre de décision jusqu' à la feuille (la solution). [13]

1.4.2 Algorithme de base de construction d'un arbre de décision

La �gure-1.5 suivante illustre l'algorithme de base de création d'un arbre de décision :

Figure 1.5 � Algorithme de base de construction d'un arbre de décision.[17]
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1.4.3 Exemple de génération d'un arbre de décision

La �gure-1.6 suivante illustre un exemple d'un arbre de décision :

Figure 1.6 � Arbre de décision

1.4.4 Exemple de la génération d'un arbre de décision sous Weka

Dans cette partie, nous allons présenter un exemple de génération de l'arbre de déci-
sion par l'algorithme J48 (c'est une extension de l'algorithme C4.5 sous Weka)avec une base
des données nommée � weather.ar� � sous Weka.
Le tableau-1.1 suivant présente les données de weather sous � Weka � :

Weka est un logiciel gratuit dédié spécialement au Data Mining. Parmi les fonc-
tionnalités qu'il couvre, on trouve les arbres de décision. Il permet de modéliser simplement
et graphiquement des données. Ce logiciel comprend plusieurs outils dont un API (Aplication
Programming Interface) qui permet d'utiliser les outils Weka dans d'autres programmes comme :

• KnowledgeFlow : qui permet de réaliser des analyses plus complexes en modélisant le �ux
de données au traitement à appliquer.

• Explorer : qui permet d'e�ectuer des analyses sur les bases des données. C'est ce dernier
outil que nous utiliserons dans notre exemple.

Pour la génération d'un arbre de décision de l'algorithme J48(c'est une extension de
l'algorithme C4.5) sous Weka, il faut suivre les trois phases suivantes :
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Outlook Temperature Humidity Windy Play

Sunny Hot High FALSE No

Sunny Hot High TRUE No

Overcast Hot High FALSE Yes

Rainy Mild High FALSE Yes

Rainy Cool Normal FALSE Yes

Rainy Cool Normal TRUE No

Overcast Cool Normal TRUE Yes

Sunny Mild High FALSE No

Sunny Cool Normal FALSE Yes

Rainy Mild Normal FALSE Yes

Sunny Mild Normal TRUE Yes

Overcast Mild High TRUE Yes

Overcast Hot Normal FALSE Yes

Rainy Mild High TRUE No

Table 1.1 � Les données de weather

• La première phase : lancement du programme � Weka � :

Dans cette phase, on lance le logiciel Weka à partir du menu démarrer, La �gure-1.7 sui-
vante présente l'interface de ce logiciel :
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Figure 1.7 � Logiciel Weka

• La deuxième phase : Chargement des données

Pour charger la base de données � weather � sous format de �chier �. ar� �, on clique sur
� Explorer � Open �le �, voir �gure-1.8 :

Figure 1.8 � Chargement la base des donnée sous Weka
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• La troisième phase : Chargement de l'algorithme J48 et Etablissement de
l'arbre de décision

Pour choisir l'algorithme J48, on clique sur � Choose � Weka � Classi�ers � Trees �. Après
on clique sur bouton � Start �, voir �gure-1.9 :

Figure 1.9 � Chargement de l'algorithme J48 sous Weka

Pour visualiser l'arbre de décision on clique sur � visualize tree �. La �gure-1.10 sui-
vante présente l'arbre de décision de la base � weather � générer par l'algorithme J48 sous Weka.
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Figure 1.10 � Arbre de décision sous Weka

1.5 Algorithmes de classi�cation

Dans cette partie, nous allons présenter deux types d'algorithmes de classi�cation ba-
sés sur l'arbre de décision :

o Algorithmes de classi�cation séquentiels.

o Algorithmes de classi�cation distribués.

1.5.1 Algorithmes de classi�cation séquentiels

Dans un premier temps, nous allons présenter quelques algorithmes de classi�cation
séquentiels basés sur les arbres de décision, nous concentrons sur l'étape de construction de
l'arbre de décision

1.5.1.1 Algorithme ID3 (Induction of Decision Tree)

1.5.1.1.1 Dé�nition

Cet algorithme était proposé par Ross Quinlan en 1979 et publié dans le livre `'Ma-
chine Learning� en 1986 dans le but de générer des arbres de décision à partir de données (texte,
etc.).

Cet algorithme permet de classi�er les données de manière supervisée, a�n de génère
un arbre de décision. Cet arbre aidera à classer de nouveaux modèles.
[9]

L'objectif principal de l'algorithme ID3 est de dé�nir la variable de segmentation,
c'est-à-dire prendre la variable du gain d'information maximum. [9]Donc le principe sur lequel
base l'algorithme ID3 est le suivant :
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o Dans l'arbre de décision, tout n÷ud doit être relié l'attribut non cible qui contient plus
d'informations par rapport aux autres attributs qui ne sont pas encore utilisés dans le
chemin depuis la racine. [20]

1.5.1.1.2 Description

L'algorithme ID3(Induction of Decision Tree) permettait de créer un arbre de décision
de manière récursive en sélectionnant l'attribut qui maxime le gain d'information selon l'entropie
de Shannon. [20]

L'entropie est servie pour évaluer la quantité d'informations apportées par un n÷ud, un
autre pacage requis pour l'algorithme ID3(Induction of Decision Tree) est que les champs soient
tous discrets. Il est donc attachant de discrétiser les champs continus en fonction des valeurs
du champ cible avant de lancement de l'algorithme. Généralement l'attribut cible emporte
seulement les valeurs vraies et fausses ou échec et succès. [20]

1.5.1.1.3 Algorithme de base ID3(Induction of Decision Tree)

La �gure-1.11 montre le fonctionnement de l'algorithme ID3, nous avons un ensemble
d'attributs non cibles A1, A2, ..., An, l'attribut cible A, et un ensemble E d'enregistrements
d'apprentissage.

Figure 1.11 � Algorithme ID3
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1.5.1.1.4 Un exemple de fonctionnement de l'algorithme ID3(Induction of Deci-
sion Tree)

Dans la �gure-1.12 qui présente le fonctionnement de l'algorithme ID3 :

Figure 1.12 � le fonctionnement de l'algorithme ID3

1.5.1.1.5 Limite

Algorithme ID3(Induction of Decision Tree) reposes sur quelques problèmes comme :

o N'applique pas une étude totale sur les données, mais permet de faire con�ance aux
probabilités des attributs qui ont plus de chances d'aiguiller le résultat.[2]

o L'existence du � OU � va déclencher la redondance dans les tests des di�érents sous
arbres.[2]

o Ne peut pas traiter les enregistrements incomplets. [2]

1.5.1.2 Algorithme C4.5

1.5.1.2.1 Dé�nition

Cet algorithme a été présenté en 1993 par Ross Quinlan, c'est une amélioration et
couverture des limites de l'algorithme ID3(Induction of Decision Tree) comme vue précédem-
ment. [24]

Nous n'allons pas tout redévelopper pour décrire C4.5 car il repose complètement sur
l'algorithme ID3. Alors nous allons concentrer sur les améliorations tenues par C4.5
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1.5.1.2.2 Les améliorations dans l'algorithme C4.5
Parmi les améliorations qui sont ajoutées dans l'algorithme C4.5 (extension de l'algorithme
ID3(Induction of Decision Tree)) :

o Les attributs de valeur inconnue.[13]

o Les attributs des valeurs discrets. [13]

o L'élagage l'arbre de décision après sa création :
En remplaçant un sous-arbre entier par une feuille de données, si une règle de décision
établit que le taux d'erreur attendu dans le sous-arbre n'est supérieur que celui d'une
feuille [13]. L'élagage l'arbre de décision a pour e�et :

- Augmenter l'erreur sur l'ensemble d'apprentissage.[13]
- Améliorer le pouvoir de la généralisation de l'arbre de décision avec de grosses bases
de données. [13]

o Gestion des attributs avec des coûts di�érents.[13]

o Les attributs à valeur sur intervalle continu.[13]

1.5.1.3 Algorithme C5.0

1.5.1.3.1 Dé�nition

L'algorithme C5.0 ou See5 (C5.0 pour Unix/Linux et See5 pour Windows) a été pré-
senté par Ross Quinlan, en 1997, c'est une version commerciale et vastement améliorée de
l'algorithme C4.5, que s'applique dans les bases données volumineuses.[24] [28]

1.5.1.3.2 Les améliorations dans l'algorithme C5.0

Parmi les améliorations qui sont ajoutées dans l'algorithme C5.0 (extension de l'al-
gorithme C4.5 et ID3) sont :

o Des nouveaux types de données qui sont ajoutés [28] [29] comme :
• Les dates.
• Les valeurs � sans objet �.

o Amélioration au niveau des arbres de décision.[28] [29]

o Amélioration au niveau de l'e�cacité, la mémoire et la vitesse de traitement de données.[28]
[29]

17



1.5.1.4 Algorithme CART (Classi�cation And Regression Trees)

1.5.1.4.1 Dé�nition

L'acronyme CART convient à deux situation bien distinctes qualitative (en anglais
classi�cation) ou quantitative (en anglais regression). Cet algorithme développé par Breiman,
Friedman, Olshen et Stone (1984) et qui construisent des prédicteurs par des arbres de décision.[5]

L'objectif principal de l'algorithme CART est faire un partitionnement récursif de l'en-
semble d'entrée X de façon binaire (1 ou 0) (quand le problème à deux classes), puis d'indiquer
une sous partition idéal. [5]

La construction d'un arbre CART se fait en deux étapes :

o La première phase : la construction d'un arbre maximal : c'est-à-dire permet de déterminer
l'ensemble de modèles dans laquelle on explorera à choisir le meilleur. [27] [5]

o La seconde phase : élagage un arbre : c'est-à-dire permet de construit une suite de sous
arbre optimal élagué de l'arbre maximal. (On a déjà parlé dans l'algorithme C4.5). [5]
[27]

1.5.1.4.2 Algorithme de base CART
Dans la �gure-1.13 présente le fonctionnement de l'algorithme CART

Figure 1.13 � Algorithme CART [5]

1.5.1.4.3 Avantages

Parmi les avantages existé dans l'algorithme CART :
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o Accepte tous les types de variable (continues, discrètes, catégoriques).

o Règles explicitent :

- Arbre de décision.

- Règles de décision simples.

- Modèle facile à programmer pour a�ecter de nouveaux individus.[5]

1.5.1.4.4 Inconvénients

Parmi les inconvénients existant dans l'algorithme CART :

o N'est pas adaptée pour supporter des données volumineuses. [5]

1.5.2 Algorithmes de classi�cation distribuées

Dans cette partie, nous allons présenter quelques algorithmes des classi�cations distribuées ba-
sés sur les arbres de décision avec un exemple de déroulement

1.5.2.1 Algorithme SLIQ (Supervised Learning In Quest)

1.5.2.1.1 Dé�nition

L'algorithme SLIQ � Supervised Learning In Quest � permet de classi�er les don-
nées récursivement, elle accepte plusieurs types de variable (continues et nominatives) et elle
déploie aussi le principe de longueur de description minimale (MDL) pour l'élagage de l'arbre
de décision.[18]

Le principe de cet algorithme récursif se déroule en deux étapes distinctes :

o La première phase : la construction de l'arbre de décision. [13]

o La seconde phase : l'élagage de l'arbre de décision. (déjà expliqué dans algorithme de
C4.5) [13]

1.5.2.1.2 Limite

SLIQ arrête la construction d'arbre de décision lorsqu'il termine la construction d'une
feuille pure, c'est-à-dire, dans le cas ou les vecteurs d'apprentissage liés à une feuille appar-
tiennent à la même classe. [6]
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1.5.2.1.3 Algorithme de base SLIQ(Supervised Learning In Quest)

la �gure-1.14 montre le fonctionnement de l'algorithme SLIQ, pour la construction
d'arbre de décision

Figure 1.14 � Algorithme SLIQ_ARBRE. [6]

La �gure-1.15 montre le fonctionnement de l'algorithme SLIQ, pour la distribution
des jeux de données :

Figure 1.15 � Algorithme SLIQ.[6]

1.5.2.2 Algorithme SPRINT (Scalable Parallelizable Induction Of Decision Trees)

1.5.2.2.1 Dé�nition

Cet algorithme est une amélioration de l'algorithme SLIQ. [10]. Les principales struc-
tures de données utilisées dans SPRINT sont les listes d'attributs et les histogrammes de classe.
L'algorithme SPRINT réalise un placement de données uniformes et équilibrages de charge en
distribuant les listes d'attributs uniformément sur N processeurs.[25]

Cet algorithme avait mêmes principes que l'algorithme SLIQ, mais il y a une di�érence
entre ces algorithmes (SPRINT et SLIQ), comme :
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o SLIQ garde la liste entière en mémoire. [25]

o Mais, SPRINT ne garde en mémoire que la partie utilisée des listes triées. [25]

1.5.3 Comparaison entre les algorithmes de classi�cation

Durant tout le chapitre, nous avons présenté de manière générale les algorithmes de
classi�cation basés sur les arbres de décision (ID3, C4.5, C5.0, etc..), mais dans cette partie en
basant sur des critères pour comparer entre ces algorithmes.

1.5.3.1 Algorithmes ID3 et C4.5

on a parlé dans la première partie de ce chapitre, que l'algorithme C4.5 c'est une amé-
lioration et couverture des limites de l'algorithme ID3(Induction of Decision Tree), comme :

o Permettre d'utiliser des données continues.[7]

o Permettre d'utiliser des valeurs inconnues.[7]

o Permettre d'élagage l'arbre de décision après avoir été créé.[7]

o Permettre de prédiction d'erreur inquiète.[7]

l'algorithme C4.5 plus précis et moins complexes par rapport à l'autre, mais l'algo-
rithme ID3 permet de choisir le meilleur attribut fondé sur la notion d'entropie et le gain
d'information pour la croissance de l'arbre de décision.[7]

Pour cette implémentation, on utilise un système d'exploitation � Windows 7 � et
avec un processeur Intel de 3ème génération de vitesses 2.54 GHZ et une RAM de 4 GO, en
e�ectuant des tests sur trois bases des données des tailles di�érentes. Le tableau-1.2 suivant
possède le temps d'exécution,la précision et l'utilisation espace mémoire que nous allons calculer
après plusieurs itérations :
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Finalement, l'algorithme C4.5 avait la meilleure performance que l'algorithme ID3.

1.5.3.2 Algorithme C4.5 et C5.0

Dans ce chapitre, nous avons parler que l'algorithme C5.0 est vastement amélioré et
qui pro�te des ordinateurs avec plusieurs processeurs par rapport à l'algorithme C4.5.[29]
En général, les points forts de cet algorithme sont :

o La vitesse de traitement.[29]

o L'optimisation d'utilisation de la mémoire.[29]

o L'optimisation pour des bases de données de très grand taille.[29]

o La pondération des cas et erreurs de classement. [29]

Finalement, l'algorithme C5.0 avait la meilleure performance que l'algorithme C4.5
et ID3, mais étant implémenté dans un logiciel commercial, il n'est pas possible d'en avoir le
détail. [28] [29]

1.5.3.3 Algorithme C5.0 et CART

Dans ce chapitre, nous avons déjà parlé sur les avantages et les inconvénients de l'al-
gorithme CART.
En général, les di�érences entre l'algorithme CART et l'algorithme C5.0 sont :

o L'algorithme CART génère un arbre de décision non optimal, au contraire de l'algorithme
C5.0.[5] [28]

o L'algorithme CART n'est pas adapté pour exécuter un grand volume d'enregistrements,
alors que l'algorithme C5.0 s'exécute dans les bases données volumineuses.[5] [28]

o L'algorithme CART élague les arbres à l'aide d'un modèle composé, alors que l'algorithme
C5.0 utilise un algorithme de passage unique.[5]
[28]

Finalement, l'algorithme C4.5 ont les meilleures performances que l'algorithme CART,

1.5.3.4 Algorithme SLIQ et SPRINT

Nous avons déjà cité dans la première partie de ce chapitre, que l'algorithme SPRINT(Scalable
Parallelizable Induction Of Decision Trees) c'est une amélioration de l'algorithme SLIQ(Supervised
Learning In Quest) comme :

o Amélioration dans l'utilisation de mémoire

o Facile à rendre parallèle.[25]

Alors l'algorithme SPRINT a meilleure performance que l'algorithme SLIQ.
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1.5.3.5 Table comparative des algorithmes des classi�cations

Le tableau-1.3 suivant possédait la di�érence entre les algorithmes des classi�cations
des données :

Algorithme Type d'arbre génère Type de variable Critère de segmentation des données

Algorithme ID3 Arbre n-aire Nominatives Entropie de Shannon

Algorithme C4.5 Arbre n-aire Nominatives et Continues Entropie de Shannon

Algorithme C5.0 Arbre n-aire Nominatives et Continues Entropie de Shannon

Algorithme CART Arbre n-aire Nominatives et Continues Indice de Gini

Algorithme SLIQ Arbre n-aire Nominatives et Continues Indice de Gini

Algorithme SPRINT Arbre n-aire Nominatives et Continues Indice de Gini

Table 1.3 � Table comparative des algorithmes des classi�cations[10]

1.6 Conclusion

Dans ce chapitre, nous avons présenté le Data Mining de manière générale, ensuite
nous avons détaillé et comparé entre les di�érents algorithmes de classi�cation séquentielle et
distribuée basée sur les arbres de décision.

Les algorithmes C4.5/C5.0 restent les meilleurs algorithmes de classi�cation par rap-
port aux autres d'algorithmes que nous avons étudiés dans ce chapitre, ils prennent aussi la
1ere place dans le top 10 des algorithmes d'exploration de données. [30] [29]

Néanmoins, l'algorithme C5.0 est implémentée dans un logiciel commercial, il n'est
pas possible d'avoir le détail sur cet algorithme.

Dans le prochain chapitre, nous allons voir en détail l'algorithme C4.5 ensuite nous
proposons une amélioration de cet algorithme.
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Chapitre II
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Chapitre 2

Les améliorations apportées par

l'algorithme C4.5

2.1 Introduction

Dans ce chapitre, nous allons présenter en détail l'algorithme C4.5, ainsi que ces améliora-
tions à savoir :

o Les attributs avec des valeurs continues.

o L'adaptation de la fonction de gain.

Nous allons dé�nir le fonctionnement de cet algorithme par deux phases essentielles :

o La phase d'expansion.

o La phase d'élagage.

Finalement, pour pouvoir améliorer cet algorithme, nous allons entamer l'algorithme
de base de C4.5 et ses limites.

2.2 Algorithme C4.5

2.2.1 Les améliorations :

Parmi les améliorations qui sont ajoutées dans l'algorithme C4.5 sont :

o L'adaptation de la fonction de gain.[13]

o Les attributs avec des valeurs continues.[13]

o Les attributs avec des valeurs discrètes.[13]

o Les attributs avec des valeurs inconnues. [13]
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2.2.2 La fonction de gain

Cette fonction se nomme ratio de gain (ou gain ratio), elle est utilisée a�n d'éviter de privilégier
des attributs par rapport aux autres, Par exemple, si nous avons un attribut "S" qui a une valeur
di�érente pour chaque enregistrement,alors Info(S, A) vaut 0, donc Gain(S, A) sera maximal.
Pour compenser cet état de fait,Quinlan suggère d'utiliser le calcul pondéré suivant plutot que
le Gain :

Ratiodegain(S,A) = (Gain(S,A))/(Splitd′Entropie(S,A)) [15]

avec A1, ..., Am la partition de A induite par la valeur de S.

2.2.2.0.1 La fonction ratio de gain La �gure-2.1 suivante illustre la fonction de gain ou
ratio de gain :

Figure 2.1 � La fonction ratio de gain. [1]

2.2.2.0.2 fonction split d'entropie

La �gure-2.2 suivante illustre la fonction de split d'entropie :

Figure 2.2 � La fonction split d'entropie. [1]

2.2.3 Les attributs avec des valeurs discrètes

Pour les attributs discrets possédant un grand nombre de valeurs, nous avons vu que la
fonction GainRatio permettait d'éviter de privilégier ces attributs. Il existe, de plus, une option
de C4.5 qui permet le regroupement des valeurs. Par exemple, si on dispose d'un attribut A
prenant les valeurs a, b, c et d, en standard le test considéré serait 4-aire. Si on active l'option
regroupement, seront également considéré des tests de la forme :
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• Le test binaire Aa, betAc, d . [14] [13]

• Le test ternaire A = a,A = cetAb, d . [14] [13]

•Exemple
Le tableau-2.1 suivant qui illustre le résultat de la fonction XOR des valeurs A et B :

A B A XOR B

Vrai Vrai Faux

Faux Faux Faux

Faux Vrai Vrai

Vrai Faux Vrai

Table 2.1 � la fonction XOR des valeurs A et B.

•L'arbre de décision
La �gure-2.3 suivante illustre l'arbre de décision du tableau 4.1 :
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Figure 2.3 � Arbre de décision de la fonction XOR

Les lignes du tableau-2.1 précédent sont considérées comme les chemins vers les feuilles
dans l'arbre de décision.

•Exemple de la génération d'un arbre de décision sous Weka :

Nous allons présenter un exemple de la génération de l'arbre de décision par l'algo-
rithme J48 (extension de l'algorithme C4.5) sous Weka avec une base des données nommée �
contact-lenses.ar� � et contient des attributs comme : Outlook, Temperature, Humidity, Windy,
Play. Le tableau-2.2 suivant présente les données de contact-lenses :
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Outlook Temperature Humidity Windy Play

young myope no reduced none

young myope no normal soft

young myope yes reduced none

young myope yes normal hard

young hypermetrope no reduced none

young hypermetrope no normal soft

young hypermetrope yes reduced none

young hypermetrope yes normal hard

pre-presbyopic myope no reduced none

pre-presbyopic myope no normal soft

pre-presbyopic myope yes reduced none

pre-presbyopic myope yes normal hard

pre-presbyopic hypermetrope no reduced none

pre-presbyopic hypermetrope no normal soft

pre-presbyopic hypermetrope yes reduced none

pre-presbyopic hypermetrope yes normal none

presbyopic myope no reduced none

presbyopic myope no normal none

presbyopic myope yes reduced none

presbyopic myope yes normal hard

presbyopic hypermetrope no reduced none

presbyopic hypermetrope no normal soft

presbyopic hypermetrope yes reduced none

presbyopic hypermetrope yes normal none

Table 2.2 � La base des données "contact-lenses" sous Weka
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La �gure-2.4 suivante présente l'arbre de décision de la base � contact-lenses � générer
par l'algorithme J48 sous Weka.

Figure 2.4 � Arbre de décision sous Weka

2.2.4 Les attributs avec des valeurs inconnues ou manquantes

il existe des attributs avec les valeurs qui ne sont pas informées comme :

o Si on range la description de produit, il est très possible que toutes les unités ne soient
pas disponibles. [14] [13]

Lorsqu'on trouve un test et que la valeur de l'attribut est manquante ou inconnue on
considère la branche marginale.[14] [13]

•Exemple :

Le tableau-2.3 suivant c'est la récupération du tableau-2.1 que nous avons donné comme
exemple dans � les attributs des valeurs discrètes � dans ce chapitre, mais cette fois-ci, nous
allons supprimer volontairement des valeurs dans le tableau de façon que la fonction XOR serait
illisible :
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A B A XOR B

Vrai Vrai Faux

Faux ? ?

Faux vrai Vrai

Vrai ? ?

Table 2.3 � Ensemble adapté aux données manquantes de la fonction XOR des valeurs A et B

Pour résoudre le problème, il existe deux méthodes possibles :

o La première méthode : soit nous supprimons la valeur manquante de cet exemple.[14] [13]

o La seconde méthode : soit nous essayons d'assigner une valeur à la valeur manquante.[14]
[13]

La première méthode est la plus sûre dans le sens où on ne tient pas le risque de
créer un exemple qui n'existe pas, mais l'algorithme C4.5 nous o�re la possibilité de décider
une valeur à cet attribut manquant de cet exemple. Ici nous n'avons que 2 valeurs possibles par
attribut (en ne considérant que les attributs discrets � Faux ou Vrai �).
[14] [13]

o Arbre de décision :

Si on supprime les valeurs manquantes du tableau-2.3, la génération de l'arbre de déci-
sion est suivante :
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Figure 2.5 � Arbre de décision de la fonction XOR

•Exemple avec Weka :

Nous allons présenter un exemple de génération de l'arbre de décision par l'algo-
rithme J48(extension de l'algorithme C4.5) sous Weka avec une base des données nommée �
contact-lenses.ar� �et contient des attributs comme : Outlook, Temperature, Humidity, Windy,
Play,cette base contient des valeurs manquantes. Le tableau-2.4 suivant présente les données �
contact-lenses � avec des valeurs manquantes :
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Outlook Temperature Humidity Windy Play

young ? no reduced none

young ? no normal soft

young myope yes reduced none

young myope ? normal hard

young hypermetrope no reduced none

young hypermetrope no normal soft

young hypermetrope yes reduced none

young hypermetrope yes normal hard

pre-presbyopic myope no reduced none

pre-presbyopic myope no normal soft

pre-presbyopic myope yes reduced none

pre-presbyopic myope yes normal hard

pre-presbyopic hypermetrope no reduced none

pre-presbyopic hypermetrope no normal soft

pre-presbyopic hypermetrope yes reduced none

pre-presbyopic hypermetrope yes normal none

presbyopic myope no reduced none

presbyopic myope no normal none

presbyopic myope yes reduced none

presbyopic myope yes normal hard

presbyopic hypermetrope no reduced none

presbyopic hypermetrope no normal soft

presbyopic hypermetrope yes reduced none

presbyopic hypermetrope yes normal none

Table 2.4 � La base des données contact-lenses
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Si on supprime les valeurs manquantes du tableau-2.4, la génération de l'arbre de dé-
cision sous Weka est suivante :

Figure 2.6 � Arbre de décision sous Weka

2.2.5 La fonction pour compléter attribut manquant

La �gure-2.7 suivante illustre la fonction pour compléter les attributs manquants dans l'arbre
de décision par l'algorithme C4.5, on change tout � ? � dans les attributs par la valeur de
l'attribut la plus fréquente dans notre exemple.
[13] [14]

Figure 2.7 � La fonction pour compléter attribue manquante [14]
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Avec T c'est une table d'exemples étiquetés.

2.2.6 Les attributs avec des valeurs continues

Pour chacune de ces partitions (les intervalles continus) on calcule le gain et en choisissant la
partition qui maximise le gain.
[13]

•Exemple :

Le tableau-2.5 suivant qui illustre un exemple de l'état de la machine à l'instant t avec des
valeurs continues de l'attribut température :

Température Alimentation externe

59 Oui

73 Non

61 Non

45 Oui

79 Non

55 Oui

47 Oui

Table 2.5 � état de la machine
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Pour une valeur continue, les branches ne nécessitent pas de représenter une valeur
dé�nir, néanmoins un ensemble délimité par une borne inférieure et une borne supérieure.

Essayons de discrétiser l'attribut température pour cet exemple. Il nécessite de com-
mencer par trier les attributs de tableau-2.5 dans l'ordre croissant ou décroissant.

Le tableau-2.6 suivante, c'est le résultat de l'ordre croissant des valeurs de l'attribut tem-
pérature dans le tableau-2.5 :

Température Alimentation externe

45 Oui

47 Oui

55 Oui

59 Oui

61 Non

73 Non

79 Non

Table 2.6 � état de la machine dans l'ordre croisant

On commence par le premier attribut � 45, Oui �, si on voit le deuxième attribut, on
a (47, Oui). Alors en change la valeur de classi�cation entre (Température, 45) et (Température
,47). On fait donc la moyenne des deux attributs premiers :

Température (attribut (attribut_1, attribut_2)) =] 45,46[ Cette procédure répété plusieurs
fois jusqu'au bout et vous devriez obtenir :

o Température attribut_1=]45,46[∪[46,47[∪ [47,51[∪[51,55[∪[55,57[∪[57,59]
o Température attribut_2= ]59,60[∪]60,61[∪ [61,67[∪[67,73[∪[73,76[∪[76,79]
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2.2.7 Le fonctionnement de l'algorithme C4.5

Pour dé�nir le fonctionnement de cet algorithme, nous allons présenter deux phases nécessaires
utilisées par cet algorithme :

2.2.7.1 La phase d'expansion

Cette phase permettre de calculer un arbre de décision et peuvent être fournies par le recours
des trois méthodes suivantes :

o Décider si un noeud est terminal.[11]

o Choisir un test à associer à un noeud.[11]

o A�ecter une classe à une feuille. [11]

2.2.7.1.1 Décider si un noeud est terminal
Un n÷ud p est terminal, si tous les éléments joints à ce n÷ud sont dans une même classe ou si
aucun test n'a pu être choisi.[11]

2.2.7.1.2 Choisir un test à associer à un noeud
À chaque étape, dans l'unité des tests disponibles, ne peuvent être découverts que les tests, il
existe au moins deux branches ayant au moins deux éléments. Si aucun test ne satisfait alors
le n÷ud est terminal.[11]

2.2.7.1.3 A�ecter une classe à une feuille
Cette étape permettre d'attribuer la classe majoritaire d'arbre de décision. [11]

2.2.7.2 La phase d'élagage

Cette étape permettre de supprime les parties terminales, pour garder de bonnes performances
prédictives. Cet algorithme utilise un ensemble d'apprentissage pour élaguer l'arbre génèré. Le
critère d'élagage est basé sur une heuristique permettant d'estimer l'erreur réelle sur un sous
arbre donné.[23]

il existe deux types d'élagage de l'arbre de décision :

o Pré-élagage :Si arrête le développement de l'arbre avant que tous les exemples de l'en-
semble d'apprentissage soient bien classés.[23]

o Post-élagage :Si construit le modèle complet, puis élague les éléments qui contribuent au
sur-apprentissage.[23]
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2.2.8 L'algorithme de base

La �gure-2.8 suivante illustre l'algorithme de base C4.5 :

Figure 2.8 � Algorithme C4.5 [2]

2.2.9 Les limites

o La vitesse de traitement de données de l'algorithme C4.5 est lente par rapport au l'algo-
rithme C5.0 (l'algorithme C5.0 nous avons déjà traite dans le chapitre 1).[2]

o Utilisation de la mémoire n'est pas optimale.[2]

o Algorithme C4.5 n'est pas optimale pour des bases des données des très grandes tailles.[2]

o Algorithme C4.5 ne permet pas la pondération dans les cas des erreurs de classement.[2]

2.3 Conclusion

Dans ce chapitre nous avons présenté l'algorithme de classi�cation supervisée C4.5 en deux
phases la phase d'expansion et la phase d'élagage, ensuite nous avons détaillé les améliorations
proposées par cet algorithme.

Nous avons illustré cet algorithme par des exemples de génération de l'arbre de déci-
sion sous le logiciel � Weka �.

Dans le chapitre suivant, nous allons proposer l'utilisation de l'algorithme C4.5 a�n
de générer les arbres de décision de chaque partition de données.

39



Chapitre III
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Chapitre 3

Technique proposé

3.1 Introduction

Le Data Mining parallèle et distribué et un axe de recherche qui a attiré beaucoup
d'intérêt dans ces dernières années. [16] il a été utilisé dans plusieurs perspectives di�érentes à
savoir :

• Amélioration du taux de précision de données.

• Diminution du temps de calcul de données.

• Amélioration de la vitesse de traitement de données.

L'apprentissage par arbre de décision est une méthode classique en Data Mining. Son
but est de créer un modèle qui prédit la valeur d'une variable-cible depuis la valeur de plusieurs
variables d'entrée. Cependant cette technique pose un certain nombre de problèmes, comme le
fort coût de calcul.[16]

L'algorithme C4.5 reste parmi les meilleurs algorithmes de classi�cation supervisée
basés sur les arbres des décisions, mais il sou�re comme la plus part des algorithmes séquentiels
du fort coût de calcul surtout pour les grands volumes de données. [29]

Dans ce chapitre, nous allons proposer un algorithme qui est une version parallèle
de construction de l'arbre de décision en utiliser la stratégie de partitionnement horizontal des
données pour améliore les performances et simpli�e la maintenance. Ensuite nous allons ana-
lyser les performances de cet algorithme, ainsi que les gains apportés.

3.2 Le principe général de notre technique

Dans ce travail, nous allons se baser sur la stratégie de partitionnement des données
en proposant une version parallèle de construction des arbres de décision. En e�et, le partition-
nement des données est nécessaire dans beaucoup d'applications. Le traitement des données
dans un seul site central peut engendrer plusieurs problèmes comme la capacité de stockage et
le fort coût de calcul.

La parallélisation de l'algorithme C4.5 est motivée par plusieurs raisons :
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• Malgré ses performances relatives, C4.5 sou�re comme la plupart des algorithmes séquen-
tiels du problème de scalabilité en présence de grand volume de données.

• La structure d'arbre utilisée permet de représenter les données sous une forme compacte,
mais elle peut ne pas tenir en mémoire centrale, d'où la nécessité de construire des arbres
locaux de taille plus réduite.

Notre application opère en trois étapes successives :

• Le chargement d'un �chier de données.

• Le partitionnement d'un �chier de données.

• La génération de l'arbre de décision.

3.2.1 La première phase : le chargement d'un �chier textuel

L'accès aux données c'est la première étape du processus de Data Mining, alors nous
allons charger un �chier textuel (� Txt � ou � Csv �) dans un tableau de notre application.
La �gure-3.1 suivante illustre le chargement d'un �chier textuel dans une table :

Figure 3.1 � Le chargement d'un �chier textuel

42



3.2.1.1 Les di�érents formats des �chiers textuels

On va actuellement s'intéresser à la représentation de données tabulaires sous forme
de �chiers texte. Des données tabulaires sont des données que l'on peut représenter sous la
forme d'un tableau [30], comme illustré dans le � tableau 8 � dans le chapitre précédent.

La �gure-3.2 suivante illustre les di�érents formats des �chiers textuels :

Figure 3.2 � les formats des �chiers textuels

D'après la �gure-3.2, Il existe plusieurs formats de �chiers textuels, par exemple :

o Un �chier de format � CSV � ou � Comma-Separated Values � :

Un �chier CSV est un �chier tableur, contenant des données sur chaque ligne séparés par
un caractère de séparation (généralement une virgule, un point-virgule ou une tabulation).[26]

Dans notre cas on utilise deux formats de �chier qui sont :

o Un �chier � Txt �. Et/Ou

o Un �chier � Csv �.
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3.2.2 La seconde phase : le partitionnement d'un �chier de données

Dans une base de données, une partition est une division logique d'une table stockée
en plusieurs parties indépendantes. Le partitionnement de tables est généralement e�ectué pour
améliorer la gestion, la performance ou la disponibilité. Cela permet également d'e�ectuer des
requêtes en parallèle sur plusieurs partitions (construction des arbres en parallèle).

La �gure-3.3 suivante illustre la seconde phase du partitionnement d'un �chier textuel :

Figure 3.3 � Le partitionnement d'un �chier textuel

En général, Il existe plusieurs types de partitionnement des données, par exemple :

• Le partitionnement horizontal.

• Le partitionnement vertical.

3.2.2.1 Le partitionnement vertical à base d'attributs

Le partitionnement vertical d'une table consiste à fractionner une table en plusieurs
tables contenant chacune un sous-ensemble des colonnes et le même nombre des lignes que la
table partitionnée. [3]
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• Exemple :
La �gure-3.4 suivante, illustre le partitionnement vertical d'une table donnée :

Figure 3.4 � Le partitionnement vertical d'une table.

3.2.2.2 Le partitionnement horizontal à base d'enregistrements

Le partitionnement horizontal d'une table, consiste à fractionner une table en plu-
sieurs tables contenant chacune un sous-ensemble des lignes et les mêmes colonnes que la table
partitionnée. Le partitionnement horizontal d'une table permet de réduire l'interrogation des
données en réduisant le nombre de lignes d'une table.[26]

•Exemple :
La �gure-3.5 suivante illustre le partitionnement horizontal d'une table donnée :

Figure 3.5 � Le partitionnement horizontal d'une table.
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Dans notre technique on utilise seulement le partitionnement horizontal de la table
des données, parce que si on fractionne une grande table en tables individuelles plus petites,
les requêtes qui qu'à une fraction des données peuvent être exécutées plus rapidement, car la
qualité de données à analyser est moindre.

3.2.3 La génération des arbres de décision

Notre algorithme prend en entrée la base de données partitionnée horizontalement sur
Plusieurs Thread, ensuite chaque Thread construit son arbre de décision par l'utilisation de
l'algorithme C4.5.

Pour gérer chacun des threads, il faut utiliser un mécanisme très avance, par exemple :

• MPI (Message Passing Interface) :
C'est un mécanisme développe en 1994 pour obtenir de très bonnes performances

aussi bien sur des machines à mémoire distribuée ou/et parallèle.[26]

La �gure-3.6 suivante illustre le processus de chargement des données dans les threads d'une
machine :

Figure 3.6 � Le chargement des données.

La �gure-3.7 suivante illustre la génération de l'arbre de décision de chaque partition
des données :
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Figure 3.7 � La génération des arbres des décisions.

3.3 Évaluation des performances de l'algorithme proposé

Dans cette partie, nous présentons les résultats des di�érentes expérimentations que
nous avons réalisées pour valider notre technique. Nous étudierons plus particulièrement les
points suivants :

• Le temps d'exécution.

• L'utilisation espace mémoire.

Le tableau-3.1 suivant possède les temps d'exécution et l'occupation mémoire par
l'algorithme proposé et C4.5 que nous allons calculer après plusieurs itérations :
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pour calculer le temps d'exécution de l'algorithme proposé dans le tableau-3.1, il faut
calculer le temps d'exécution d'une partition des données.

pour calculer l'utilisation de l'espace mémoire total de l'algorithme proposé dans le
tableau-3.2, il faut calculer utilisation de l'espace mémoire des di�érentes partitions des données.

Donc le but est de comparer l'amélioration apportée par notre technique.

3.4 Exemples d'implémentation de notre application

On a utilisé un langage java seulement (sans utiliser aucune bibliothèque) pour pou-
voir développer Notre application, la �gure-3.8 suivante présente l'interface principale de notre
application avec les di�érents outils :

Figure 3.8 � Interface principale de notre application

La �gure-3.9 suivante présente l'interface de chargement des données de notre appli-
cation :
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Figure 3.9 � Interface de la fenêtre de chargement des données

Donc, la �gure-3.10 suivante présente l'interface de la fenêtre de partitionnement ho-
rizontal des données :

Figure 3.10 � Interface de la fenêtre de Partitionnement des données

Donc, la �gure-3.11 suivante présente l'interface de la génération de l'arbre de décision
d'une partition des données "weather.csv" :
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Figure 3.11 � Interface de la génération des arbres des décisions par notre application de
Data Mining

3.5 Conclusion :

Dans ce dernier chapitre, nous avons proposé une technique parallèle de construction
des arbres de décision en utilisant la stratégie de partitionnement horizontal des données, a�n
de pro�ter des avantages de partitionnement à savoir l'espace mémoire et le temps d'exécution.

Notre algorithme est basé sur l'un des meilleurs algorithmes séquentiels de classi�ca-
tion qui est le C4.5.

Les résultats obtenus montrent que notre algorithme est plus performant que l'al-
gorithme C4.5 en matière du temps d'exécution et d'espace mémoire, ceci est justi�é par la
division horizontale de la base donnée et le travail parallèle sur plusieurs threads.
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Conclusion Générale

52



Conclusion Générale

Dans ce mémoire,nous intéresser au Data Mining pour résoudre le problème de l'un
des meilleurs algorithmes séquentiels de classi�cation C4.5, qui malgré ses performances rela-
tives, il risque une saturation de l'espace mémoire et un coût de calcul élevé surtout pour les
grosses bases de données.[19]

Les algorithmes basés sur l'arbre de décision fournissent des méthodes e�ectives qui
emporter de bons résultats dans la pratique. les algorithmes possèdent l'avantage d'être com-
préhensibles par l'utilisateur si la taille de l'arbre produit est raisonnable. [22]

Après une comparaison entre les algorithmes de classi�cation basés sur l'arbre de dé-
cision (ID3, C4.5, C5.0, CART , SLIQ, SPRINT), nous avons proposé une version parallèle de
construction des arbres de décision en utilisant la stratégie de partitionnement horizontal des
données. Partons de ce partitionnement, le traitement parallèle des partitions permet d'obtenir
une diminution signi�cative de la taille de l'espace de recherche.

Les résultats expérimentaux montrent que l'algorithme proposé permet de générer les
arbres de décision de chaque partition, il permet de diminuer le temps de génération grâce à
l'exploitation du parallélisme. Ils montrent également que notre algorithme permet de réduire
considérablement l'espace mémoire nécessaire pour l'extraction des données, ceci grâce à la
division de l'espace de recherche.

Dans nos futurs travaux, nous essayerons de compléter notre algorithme par l'évalua-
tion des performances des arbres des décisions et l'utilisation des bases de test, et la repré-
sentation du synthèse de calcul par une matrice de confusion. Comme autre perspective, nous
envisageons aussi d'expérimenter notre algorithme sur d'autres types de plateformes, notam-
ment des multiprocesseurs et des machines massivement parallèles comme les grilles.
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Résumé

Les algorithmes de Data Mining nécessitent généralement de grands capacités de trai-
tement qui peuvent être fournies par le recours à des traitements parallèles et distribués.
Plusieurs solutions se présentent entre autres : la stratégie � diviser et régner � facilite le dé-
coupage du problème en un ensemble de sous problèmes plus simples à traiter.

Le but de ce projet est de développer une solution parallèle pour des problèmes de
Data Mining (tel que la classi�cation), fournissant ainsi plusieurs sorte de gains pour le temps
d'exécution et d'espace mémoire.

Nous proposons une technique parallèle de construction des arbres de décision en utili-
sant la stratégie de partitionnement horizontal des données et en se basant sur l'algorithme C4.5.

Notre technique s'opère en trois étapes successives comme le chargement d'un �chier
de données, le partitionnement d'un �chier de données et la génération de l'arbre de décision.

MOTS CLÈS :

Data Mining, Classi�cation, Arbre de décision, Traitement Parallèle et Distribué.



Abstract

Data Mining aims to explore data in order to extract useful knowledge. A major
challenge is the ability of existing algorithms to scale. Indeed with databases of the order of
terabytes, it is important to do the task of datamining in a minimum of computation time.

Data Mining algorithms usually require large processing capabilities that can be pro-
vided through the use of parallel and distributed processing.
Several solutions are presented among others : the "divide and rule" strategy facilitates the
division of the problem into a set of sub-problems that are easier to deal with.

The goal of this project is to develop a parallel or distributed solution for Data Mining
problems (such as classi�cation), thus providing several kinds of gains for execution time and
memory space.

We propose a parallel technique of construction of decision trees using the strategy
of horizontal partitioning of the data and based on algorithm C4.5.

Our technique takes place in three successive steps such as loading a data �le, parti-
tioning a data �le and generating the decision tree.
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